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2

Przekszta canie danych

Zabieramy si  do pracy z danymi! W tym rozdziale dowiesz si , jak przekszta ca  (ang. munge)
dane. Na czym polega ten proces?

Angielskie s owo munge to techniczne poj cie wymy lone mniej wi cej pó  wieku temu przez
studentów uczelni MIT (ang. Massachusetts Institute of Technology). Przekszta canie polega
na modyfikowaniu w serii dobrze okre lonych i odwracalnych kroków fragmentu pierwotnych
danych na inne (i, miejmy nadziej , przydatniejsze) dane. ród em tego poj cia jest kultura
hakerska; w kontek cie nauki o danych cz sto stosowane s  inne (prawie synonimiczne) poj -
cia, takie jak data wrangling lub przygotowywanie danych. Jest to bardzo wa na cz  potoku
operacji w in ynierii danych.

Od tego rozdzia u b dziemy pos ugiwa  si  argonowymi i technicznymi okre leniami z ob-
szaru rachunku prawdopodobie stwa i statystyki (takimi jak rozk ad prawdopodobie stwa, sta-
tystyki opisowe lub testowanie hipotez). Niestety nie mo emy szczegó owo obja ni  wszystkich
tych poj , poniewa  naszym g ównym celem jest zaprezentowanie podstawowych aspektów
Pythona zwi zanych z projektami z dziedziny nauki o danych. Dlatego zak adamy, e cz
tych okre le  ju  znasz. Je li chcesz przypomnie  sobie lub nawet zapozna  si  z wprowa-
dzeniem do omawianych zagadnie , zach camy do zaznajomienia si  z prowadzonym przez
Ramesha Sridharana kursem skierowanym do pocz tkuj cych statystyków i badaczy z obszaru
nauk spo ecznych. Materia y do kursu znajdziesz na stronie http://www.mit.edu/~6.s085/.

Po wyja nieniu za o e  pora przedstawi  tematy omawiane w tym rozdziale:
 proces pracy w nauce o danych (dzi ki niemu b dziesz wiedzia , co si  dzieje

i co czeka Ci  w nast pnych krokach),
 wczytywanie danych z pliku,
 wybieranie potrzebnych danych,
 radzenie sobie z brakuj cymi lub b dnymi danymi,
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 dodawanie, wstawianie i usuwanie danych,
 grupowanie i modyfikowanie danych w celu uzyskania nowych i znacz cych

informacji,
 tworzenie macierzy lub tablicy ze zbiorem danych przekazywanej do cz ci potoku

odpowiedzialnej za generowanie modelu.

Proces pracy w nauce o danych
Cho  ka dy projekt w obszarze nauki o danych jest inny, na potrzeby tego omówienia mo emy
podzieli  idealny projekt na seri  uproszczonych etapów.

Ca y proces rozpoczyna si  od uzyskania danych (jest to etap pobierania lub pozyskiwania
danych). Dost pne s  tu ró ne mo liwo ci: od prostego pobrania danych, przez scalanie ich
za pomoc  systemów RDBMS lub repozytoriów NoSQL, po generowanie syntetycznych da-
nych lub scraping danych z sieciowych interfejsów API lub stron HTML.

Zw aszcza gdy zajmujesz si  nowymi wyzwaniami, wczytywanie danych mo e okaza  si  kry-
tycznym aspektem pracy badacza danych. Dane mog  pochodzi  z wielu róde : baz danych,
plików CSV, plików Excela, kodu w HTML-u, rysunków, nagra  d wi kowych, interfejsów API
(https://pl.wikipedia.org/wiki/Application_Programming_Interface) zwracaj cych pliki w forma-
cie JSON itd. Poniewa  mo liwo ci jest tak wiele, tylko pokrótce omawiamy ten aspekt pracy
i przedstawiamy podstawowe narz dzia do pobierania danych (nawet je li jest ich za du o) do
pami ci komputera za pomoc  plików tekstowych dost pnych na twardym dysku, w sieci
WWW lub w tabelach systemu RDBMS.

Po udanym wczytaniu danych nast puje etap ich przekszta cania. Cho  dane s  ju  dost pne
w pami ci, ich posta  z pewno ci  jest niedostosowana do analiz i eksperymentów. Dane
w rzeczywistym wiecie s  z o one, nieuporz dkowane, a cz sto nawet b dne. Nieraz w da-
nych wyst puj  braki. Jednak dzi ki zestawowi podstawowych struktur danych i instrukcji
z Pythona poradzisz sobie z wszystkimi problematycznymi danymi i b dziesz móg  przekaza
je do nast pnych etapów projektu. Przekszta cone dane maj  posta  typowego zbioru danych
z obserwacjami w wierszach i zmiennymi w kolumnach. Uzyskanie zbioru danych to podsta-
wowy wymóg we wszelkich analizach statystycznych i z obszaru uczenia maszynowego. Takie
zbiory danych s  nazywane plikami p askimi (gdy powsta y w wyniku scalenia wielu relacyjnych
tabel z bazy danych) lub macierzami danych (gdy kolumny i wiersze nie s  opisane, a prze-
chowywane warto ci to same liczby).

Etap przekszta cania danych daje wprawdzie mniej satysfakcji ni  inne, bardziej intelektual-
nie stymuluj ce fazy (takie jak stosowanie algorytmów lub uczenie maszynowe), zapewnia
jednak podstawy dla wszelkich z o onych i zaawansowanych analiz pozwalaj cych uzyska
warto  dodan . Powodzenie projektu w du ym stopniu zale y od tego w a nie etapu.

Poleć książkęKup książkę

http://helion.pl/rf/pypod2
http://helion.pl/rt/pypod2


Rozdzia  2. • Przekszta canie danych

63

Po kompletnym zdefiniowaniu zbioru danych rozpoczyna si  nowy etap. Zaczynasz bada  dane,
a nast pnie w p tli opracowywa  i testowa  hipotezy. Za ó my, e przyjrza e  si  graficznej
postaci danych. Na podstawie statystyk opisowych tworzysz nowe zmienne, wykorzystuj c
wiedz  z dziedziny. Ustalasz, co zrobi  z nadmiarowymi i nieoczekiwanymi informacjami
(przede wszystkim z obserwacjami odstaj cymi), i wybierasz najbardziej znacz ce zmienne
oraz skuteczne parametry do przetestowania za pomoc  okre lonych algorytmów uczenia ma-
szynowego. Warto jednak zauwa y , e czasem tradycyjne techniki uczenia maszynowego nie
s  dostosowane do rozwi zywanego problemu. Trzeba wtedy uciec si  do analizy grafów lub
innych metod z obszaru nauki o danych.

Ten etap ma posta  potoku, w którym dane s  przetwarzane w ramach serii kroków. Nast p-
nie tworzony jest model, przy czym mo esz uzna , e trzeba powtórzy  ca y proces i zacz
od przekszta cania danych lub innego miejsca potoku, wprowadzi  poprawki lub spróbowa
innych eksperymentów. Te kroki s  powtarzane do czasu uzyskania sensownych wyników.

Z naszego do wiadczenia wynika, e niezale nie od tego, jak obiecuj ce masz plany w mo-
mencie rozpoczynania analizy danych, ostatecznie uzyskasz rozwi zanie znacznie odbiegaj ce
od pierwotnych wizji. Uzyskane wyniki eksperymentów wp ywaj  na przekszta canie danych,
optymalizowanie rozwi zania, modele i czn  liczb  iteracji potrzebnych do udanego zako -
czenia projektu. Dlatego je li chcesz odnosi  sukcesy jako badacz danych, nie wystarczy wy-
my la  teoretycznie dobrych rozwi za . Konieczne jest szybkie budowanie prototypów du ej
liczby rozwi za  w celu upewnienia si , która cie ka b dzie najlepsza. Naszym celem jest
pomóc Ci maksymalnie przyspieszy  wykonywanie zada  za pomoc  prezentowanych tu
fragmentów kodu, które mo esz wykorzysta  w procesie pracy w nauce o danych.

Wyniki z projektu s  przedstawiane za pomoc  miary b du lub optymalizacji (któr  nale y
starannie dobra  pod k tem celów biznesowych). Oprócz okre lenia miary b du dokonania
mo na te  zaprezentowa  za pomoc  mo liwych do zinterpretowania wniosków. Nale y je
s ownie lub wizualnie przedstawi  sponsorom projektu lub innym badaczom danych. W tym
zakresie bardzo wa na jest umiej tno  odpowiedniego wizualizowania wyników i wniosków
za pomoc  tabel, wykresów i diagramów.

Ten proces mo na opisa  za pomoc  akronimu OSEMN — obtain (czyli pobieranie), scrub
(przetwarzanie), explore, model i iNterpret — przedstawionego przez Hilary Mason i Chrisa
Wigginsa w s ynnym, opisuj cym taksonomi  nauki o danych wpisie z blogu dataists (http://
www.dataists.com/2010/09/a-taxonomy-of-data-science/). Akronim OSEMN mo na atwo za-
pami ta , poniewa  rymuje si  z angielskimi s owami possum i awesome.
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Taksonomia OSEMN oczywi cie nie jest szczegó owym opisem wszystkich aspektów procesu
pracy w nauce o danych. Jest jednak prostym sposobem wyró nienia najwa niejszych punk-
tów zwrotnych w tym procesie. Na przyk ad na etapie eksploracji wyst puje wa ny etap „wy-
krywania danych”, na którym pojawiaj  si  wszystkie nowe lub zmodyfikowane cechy. Bardzo
istotny jest te  poprzedzaj cy etap „okre lania reprezentacji danych”. Faza uczenia (opisana w roz-
dziale 4. „Uczenie maszynowe”) obejmuje nie tylko tworzenie modelu, ale te  jego walidacj .

B dziemy niestrudzenie przypomina , e wszystko rozpoczyna si  od przekszta cania danych.
Zadanie to mo e wymaga  a  80% pracy nad ca ym projektem. Poniewa  nawet najd u sza
podró  rozpoczyna si  od pierwszego kroku, od razu wkraczamy w ten rozdzia  i pokazujemy,
jakich cegie ek nale y u y  w udanym etapie przekszta cania danych.

Wczytywanie i wst pne przetwarzanie danych
za pomoc  biblioteki pandas
W poprzednim rozdziale wyja nili my, gdzie znale  przydatne zbiory danych, oraz omówili-
my podstawowe instrukcje importu pakietów Pythona. Skoro masz ju  gotowy zestaw narz dzi,

w tym podrozdziale zobaczysz, jak za pomoc  biblioteki pandas i pakietu NumPy wczytywa
dane, operowa  nimi, przetwarza  je i dopracowywa .

Szybkie i atwe wczytywanie danych
Zacznijmy od pliku CSV i biblioteki pandas. Ta biblioteka udost pnia najbardziej kompletn
funkcj  do wczytywania danych tabelarycznych z pliku (lub na podstawie adresu URL). Do-
my lnie funkcja ta zapisuje dane w specjalnej strukturze danych z biblioteki pandas, indek-
suje wiersze, rozdziela zmienne za pomoc  niestandardowych ograniczników, ustala typ danych
odpowiedni dla ka dej kolumny, przeprowadza konwersj  danych (je li to konieczne), a tak e
parsuje daty i obs uguje brakuj ce lub b dne warto ci.

Wej cie: import pandas as pd
iris_filename = 'datasets-uci-iris.csv'
iris = pd.read_csv(iris_filename, sep=',', decimal='.', header=None,
names= ['sepal_length', 'sepal_width', 'petal_length',
'petal_width',
'target'])

Mo esz poda  nazw  pliku, znak u ywany jako separator (sep), znak oddzielaj cy cz  u amkow
liczb (decimal), okre li , czy dane obejmuj  nag ówek (header), a tak e przekaza  nazwy zmien-
nych (za pomoc  parametru names i listy). W tym przyk adzie parametry sep=', ' i decimal='.'
przyjmuj  warto ci domy lne, dlatego s  opcjonalne. Jednak dla plików CSV z obszaru Europy
nale y poda  oba te parametry, poniewa  w wielu krajach europejskich (a tak e w niektórych pa -
stwach azjatyckich) separator i znak oddzielaj cy cz  u amkow  s  inne od ustawie  domy lnych.
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Je li zbiór danych nie jest zapisany w komputerze, mo esz wykona  opisane poni ej kroki, aby pobra  go
z internetu:

import urllib
url = "http://aima.cs.berkeley.edu/data/iris.csv"
set1 = urllib.request.Request(url)
iris_p = urllib.request.urlopen(set1)
iris_other = pd.read_csv(iris_p, sep=',', decimal='.',
header=None, names= ['sepal_length', 'sepal_width',
'petal_length', 'petal_width', 'target'])
iris_other.head()

Wynikowy obiekt iris jest typu DataFrame z biblioteki pandas. Ten typ to co  wi cej ni  prosta
lista lub prosty s ownik Pythona. W dalszych punktach omawiamy niektóre w a ciwo ci tego
typu danych. Aby pozna  zawarto  zbioru danych, mo esz wy wietli  pierwsze lub ostatnie
wiersze za pomoc  nast puj cych instrukcji:

Wej cie: iris.head()
Wyj cie:

Wej cie: iris.tail()
[...]

Te funkcje wywo ane bez argumentów wy wietlaj  po pi  wierszy. Je li chcesz otrzyma  inn
liczb  wierszy, wywo aj funkcj , podaj c t  liczb  jako argument:

Wej cie: iris.head(2)

Ta instrukcja wy wietla tylko dwa pierwsze wiersze. Aby pozna  nazwy kolumn, mo esz wy-
wo a  nast puj c  metod :

Wej cie: iris.columns
Wyj cie: Index(['sepal_length', 'sepal_width', 'petal_length',
'petal_width', 'target'], dtype='object')

Wynikowy obiekt jest bardzo interesuj cy. Wygl da jak lista, ale w rzeczywisto ci jest indek-
sem biblioteki pandas. Zgodnie z nazw  obiektu okre la indeksy nazw kolumn. Na przyk ad
aby pobra  kolumn  target, wykonaj takie oto kroki:
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Wej cie: Y = iris['target']
Y
Wyj cie:
0     Iris-setosa
1     Iris-setosa
2     Iris-setosa
3     Iris-setosa
...
149   Iris-virginica
Name: target, dtype: object

Obiekt Y jest typu Series z biblioteki pandas. Na razie mo esz traktowa  ten typ jak jedno-
wymiarow  tablic  z etykietami osi. Pó niej przyjrzymy si  mu bli ej. Zapami taj, e klasa
Index z biblioteki pandas dzia a jak s ownik z indeksem kolumn tabeli. Zauwa , e list  ko-
lumn mo na uzyska  tak e za pomoc  ich nazw:

Wej cie: X = iris[['sepal_length', 'sepal_width']]
X
Wyj cie:

[150 rows x 2 columns]

Tu wynik jest obiektem typu DataFrame z biblioteki pandas. Dlaczego wywo ania tej samej
funkcji zwracaj  tak ró ne wyniki? W pierwszej instrukcji za dali my kolumny. Dlatego dane
wyj ciowe to wektor jednowymiarowy (typu Series z biblioteki pandas). W drugiej instrukcji
za dali my wielu kolumn i otrzymali my wynik podobny do macierzy (a wiemy, e macierze
s  reprezentowane za pomoc  typu DataFrame z biblioteki pandas). Dla pocz tkuj cych a-
twym sposobem na dostrze enie ró nicy jest przyjrzenie si  nag ówkowi danych wyj cio-
wych. Je li kolumnom przypisane s  nazwy, u ywany jest typ DataFrame. Gdy wynikiem jest
wektor bez nag ówka, u ywany jest typ Series.
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Przedstawili my ju  standardowe kroki procesu pracy w nauce o danych. Po wczytaniu zbioru
danych zwykle nale y oddzieli  cechy od docelowych wyników. W problemach wymagaj -
cych klasyfikowania docelowe wyniki to zwykle warto ci dyskretne lub a cuchy znaków
oznaczaj ce klas  powi zan  z poszczególnymi zestawami cech.

Dalsze kroki wymagaj  ustalenia, jak rozbudowany jest problem. Dlatego trzeba pozna  wiel-
ko  zbioru danych. Zwykle w celu ustalenia liczby obserwacji zliczane s  wiersze, a w celu
okre lenia liczby cech nale y zliczy  kolumny.

Aby uzyska  liczb  wymiarów zbioru danych, zastosuj atrybut shape obiektu typu DataFrame
lub Series:

Wej cie: print (X.shape)
Wyj cie: (150, 2)
Wej cie: print (Y.shape)
Wyj cie: (150,)

Wynikowym obiektem jest krotka zawieraj ca wielko  macierzy (lub tablicy) w ka dym wy-
miarze. Zauwa , e dla typu Series u ywany jest ten sam format (jednoelementowa krotka).

Radzenie sobie z problematycznymi danymi
Na tym etapie zapewne lepiej rozumiesz ju  podstawy procesu pracy i jeste  gotowy zmierzy
si  z problematycznymi zbiorami danych. W praktyce k opoty z danymi zdarzaj  si  bardzo
cz sto. Zobacz, co si  stanie, je li plik CSV zawiera nag ówek, za to brakuje w nim niektórych
warto ci i dat. Aby przyk ad by  realistyczny, za ó my, e dane pochodz  z biura podró y.
Obejmuj  one temperatur  w trzech popularnych lokalizacjach i miejscowo  wybran  przez
klienta:

Date,Temperature_city_1,Temperature_city_2,Temperature_city_3,
Which_destination
20140910,80,32,40,1
20140911,100,50,36,2
20140912,102,55,46,1
20140912,60,20,35,3
20140914,60,,32,3
20140914,,57,42,2

U ywane s  tu tylko liczby ca kowite, a plik zawiera nag ówek. Pierwsz  prób  wczytania
zbioru danych ilustruje nast puj ce polecenie:

Wej cie: import pandas as pd
Wej cie: fake_dataset = pd.read_csv('a_loading_example_1.csv',
sep=',') fake_dataset
Wyj cie:
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Biblioteka pandas automatycznie przypisuje kolumnom nazwy pobrane z pierwszego wiersza.
W danych widoczny jest pierwszy problem: wszystkie dane (nawet daty) zosta y przetworzone
jako liczby ca kowite (mog  by  te  przetwarzane jako a cuchy znaków). Je li format dat jest
typowy, mo na spróbowa  zastosowa  procedur  automatycznego ich przetwarzania, wskazuj c
kolumn  z datami. W poni szym przyk adzie technika ta sprawdza si  bardzo dobrze z nast -
puj cymi argumentami:

Wej cie: fake_dataset = pd.read_csv('a_loading_example_1.csv',
parse_dates=[0])
fake_dataset
Wyj cie:

Aby wyeliminowa  luki w danych (opisane jako NaN — ang. not a number, czyli „nie liczba”),
mo na zast pi  je sensownymi warto ciami (tu mo e by  to 50 stopni Fahrenheita). W niektó-
rych sytuacjach jest to uzasadnione (dalej w rozdziale opisujemy wi cej problemów i strategii
radzenia sobie z lukami w danych). Oto potrzebna instrukcja:

Wej cie: fake_dataset.fillna(50)
Wyj cie:
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Po tej operacji luki w danych znikn y zast pione sta  warto ci  50.0. Radzenie sobie z lu-
kami w danych te  wymaga ró nych strategii. Zamiast stosowa  pokazan  wcze niej instrukcj ,
mo esz zast pi  luki ujemn  sta  warto ci , aby podkre li  fakt, e ró ni si  ona od pozosta-
ych danych (a interpretacj  zostawiamy wtedy algorytmowi odpowiedzialnemu za uczenie):

Wej cie: fake_dataset.fillna(-1)

Zauwa , e ta technika uzupe nia luki tylko w widoku danych (nie modyfikuje pierwotnego obiektu typu
DataFrame). Aby zmieni  same dane, zastosuj argument inplace=True.

Warto ci NaN mo na zast pi  tak e redni  lub median  dla kolumny. Pozwala to zminimali-
zowa  b d zwi zany ze zgadywaniem brakuj cych warto ci.

Wej cie: fake_dataset.fillna(fake_dataset.mean(axis=0))

Metoda .mean oblicza redni  arytmetyczn  warto ci z okre lonej osi.

Zauwa , e ustawienie axis=0 oznacza obliczanie redniej z uwzgl dnieniem wielu wierszy. rednie s
wtedy obliczane dla kolumn. Opcja axis=1 powoduje uwzgl dnienie wielu kolumn i uzyskanie wyników
dla wierszy. W ten sam sposób dzia aj  inne metody przyjmuj ce parametr axis (zarówno z biblioteki
pandas, jak i z pakietu NumPy).

Metoda .median dzia a analogicznie do metody .mean, ale oblicza median . Jest to przydatne,
gdy rednia jest ma o reprezentatywna i daje zniekszta cone dane (na przyk ad gdy cecha
przyjmuje wiele skrajnych warto ci).

Inny problem z obs ug  rzeczywistych zbiorów danych zwi zany jest z b dami i niepra-
wid owymi wierszami. Po ich napotkaniu metoda load_csv ko czy prac  i zg asza wyj tek.
Mo liwym rozwi zaniem, akceptowalnym, gdy b dne obserwacje nie stanowi  wi kszo ci
danych, jest odrzucanie wierszy powoduj cych wyj tki. W wielu sytuacjach prowadzi to do
treningu algorytmu uczenia maszynowego bez b dnych informacji. Za ó my, e u ywasz
b dnie sformatowanego zbioru danych i chcesz wczyta  tylko poprawne wiersze, ignoruj c
te nieprawid owo sformatowane.

Poni ej pokazujemy, jak zrobi  to z u yciem opcji error_bad_lines:

Val1,Val2,Val3
0,0,0
1,1,1
2,2,2,2
3,3,3
Wej cie: bad_dataset = pd.read_csv('a_loading_example_2.csv',
error_bad_lines=False)
bad_dataset
Wyj cie:
Skipping line 4: expected 3 fields, saw 4
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Radzenie sobie z du ymi zbiorami danych
Je li zbiór danych, który chcesz wczyta , jest za du y, aby zmie ci  go w pami ci, mo esz za-
stosowa  wsadowy algorytm uczenia maszynowego, dzia aj cy w danym momencie tylko na
porcjach danych. Podej cie wsadowe ma sens tak e wtedy, gdy potrzebujesz jedynie próbki
danych (na przyk ad chcesz tylko podejrze  ich zawarto ). W Pythonie mo liwe jest wczyty-
wanie danych w porcjach. Ta operacja to strumieniowanie danych, poniewa  zbiór danych
przep ywa do obiektu typu DataFrame lub innej struktury danych w postaci ci g ego strumienia.
Natomiast w sytuacjach opisywanych wcze niej zbiór danych jest w pe ni wczytywany do pa-
mi ci w jednym kroku.

Za pomoc  biblioteki pandas mo na podzieli  i wczyta  plik na dwa sposoby. Pierwszy polega
na wczytywaniu zbioru danych w porcjach o równej wielko ci. Ka da porcja to fragment zbio-
ru danych zawieraj cy wszystkie kolumny i ograniczon  liczb  wierszy (nie wi cej ni  okre-
lono w parametrze chunksize w wywo aniu funkcji). Zauwa , e wtedy dane wyj ciowe funk-

cji read_csv nie s  obiektem typu DataFrame, ale obiektem przypominaj cym iterator. W celu
wczytania wyników do pami ci trzeba zastosowa  iteracj  do tego obiektu:

Wej cie:
import pandas as pd
iris_chunks = pd.read_csv(iris_filename, header=None,
names=['C1', 'C2', 'C3', 'C4', 'C5'], chunksize=10)
for chunk in iris_chunks:
    print ('Wymiary:', chunk.shape)
    print (chunk,'\n')
Wyj cie: Wymiary: (10, 5) C1 C2 C3 C4 C50 5.1 3.5 1.4 0.2
Iris-setosa1 4.9 3.0 1.4 0.2 Iris-setosa2 4.7 3.2 1.3 0.2 Irissetosa3 4.6 3.1 1.5 0.2
Iris-setosa4 5.0 3.6 1.4 0.2 Iris-setosa5 5.4 3.9 1.7 0.4 Iris-setosa6 4.6 3.4 1.4 0.3
Iris-setosa7 5.0 3.4 1.5 0.2 Iris-setosa8 4.4 2.9 1.4 0.2 Iris-setosa9 4.9 3.1
1.5 0.1 Iris-setosa...

Zwracanych jest te  14 innych fragmentów tego rodzaju, ka dy o wymiarach (10×5). Inna me-
toda wczytywania du ych zbiorów danych polega na za daniu iteratora. Wtedy mo na dy-
namicznie okre la  d ugo  (liczb  wierszy) ka dego fragmentu obiektu typu DataFrame:

Wej cie: iris_iterator = pd.read_csv(iris_filename, header=None,
names=['C1', 'C2', 'C3', 'C4', 'C5'], iterator=True)
Wej cie: print (iris_iterator.get_chunk(10).shape)
Wyj cie: (10, 5)
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Wej cie: print (iris_iterator.get_chunk(20).shape)
Wyj cie: (20, 5)
Wej cie: piece = iris_iterator.get_chunk(2) piece
Wyj cie:

W tym przyk adzie najpierw definiowany jest iterator. Nast pnie kod pobiera porcj  danych
obejmuj c  10 wierszy. Pó niej pobieranych jest 20 nast pnych wierszy, a w ostatnim kroku
— dwa wiersze, które s  wy wietlane.

Oprócz biblioteki pandas mo esz zastosowa  pakiet CSV. Udost pnia on dwie funkcje pozwala-
j ce porusza  si  po niewielkich porcjach danych z plików. S  to funkcje reader i DictReader.
Aby przyjrze  si  tym funkcjom, najpierw nale y zaimportowa  pakiet CSV:

Wej cie: import csv

Funkcja reader przenosi dane z dysków na listy Pythona. Funkcja DictReader przekszta ca
dane na s ownik. Obie funkcje iteracyjnie przetwarzaj  wiersze wczytywanego pliku. Funkcja
reader zwraca dok adnie to, co wczyta, bez znaku powrotu karetki i po rozbiciu danych na
list  na podstawie separatora (domy lnie u ywany jest przecinek, mo na to jednak zmieni ).
Funkcja DictReader odwzorowuje dane z listy na s ownik, którego klucze s  definiowane na
podstawie pierwszego wiersza (je li dost pny jest nag ówek) lub parametru fieldnames (przy
u yciu listy a cuchów znaków z nazwami kolumn).

Wczytywanie list za pomoc  natywnych technik nie jest ograniczeniem. atwiej jest wtedy
przyspieszy  prac  kodu za pomoc  szybkich implementacji Pythona (takich jak PyPy). Po-
nadto listy zawsze mo na przekszta ci  w tablice ndarrays z pakietu NumPy (jest to struktura
danych, któr  wkrótce przedstawimy). Po wczytaniu danych do s owników o formacie podob-
nym do JSON-a mo na stosunkowo atwo uzyska  obiekt typu DataFrame. Ta technika wczy-
tywania jest bardzo skuteczna, gdy dane s  rzadkie (wiersze nie obejmuj  wszystkich cech).
Wtedy s ownik zawiera tylko niezerowe warto ci (ró ne od null), co pozwala zaoszcz dzi
du o miejsca. Pó niejsze przeniesienie danych ze s ownika do obiektu typu DataFrame jest
bardzo atwe.

Oto prosty przyk ad, w którym u ywane s  mo liwo ci pakietu CSV.

Przyjmijmy, e plik datasets-uci-iris.csv pobrany ze strony http://mldata.org/ jest bardzo du y
i nie mo na go w ca o ci wczyta  do pami ci (to tylko fikcyjne za o enie, poniewa  na pocz t-
ku rozdzia u pokazali my, e plik ten obejmuje tylko 150 przyk adów i nie zawiera wiersza
z nag ówkiem).
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W takiej sytuacji jedyn  mo liwo ci  jest wczytywanie pliku w porcjach. Zacznijmy od eks-
perymentu:

Wej cie:
with open(iris_filename, 'rt') as data_stream:
    # Tryb 'rt'
    for n, row in enumerate(csv.DictReader(data_stream,
        fieldnames = ['sepal_length', 'sepal_width',
        'petal_length', 'petal_width', 'target'],
        dialect='excel')):
            if n== 0:
                print (n,row)
            else:
                break
Wyj cie:
0 {'petal_width': '0.2', 'target': 'Iris-setosa', 'sepal_width': '3.5',
'sepal_length': '5.1', 'petal_length': '1.4'}

Jak dzia a przedstawiony kod? Otwiera po czenie z plikiem w trybie odczytu danych binar-
nych i tworzy dla pliku alias data_stream. U ycie polecenia with sprawia, e plik zostanie za-
mkni ty po kompletnym wykonaniu instrukcji umieszczonych w nast pnym wci ciu.

Dalej kod uruchamia iteracj  (for ... in ...) i w wywo aniu enumerate uruchamia funkcj
csv.DictReader, wczytuj c  dane ze strumienia data_stream. Poniewa  plik nie zawiera
nag ówka, nazwy pól s  podane w parametrze fieldnames. Parametr dialect okre la, e
u ywany jest standardowy plik CSV (dalej przedstawiamy wskazówki dotycz ce warto ci
tego parametru).

W iteracji kod dzia a tak, e je li wczyta  pierwszy wiersz, to go wy wietla. W przeciwnym
razie zatrzymuje p tl  za pomoc  instrukcji break. Polecenie print wy wietla tu wiersz o nu-
merze 0 i zawarto  s ownika. Dlatego mo na ustali  warto  ka dego elementu z wiersza,
podaj c klucze w postaci nazw zmiennych.

Mo na napisa  podobny kod z instrukcj  csv.reader:

Wej cie: with open(iris_filename, 'rt') as data_stream:
         for n, row in enumerate(csv.reader(data_stream,
             dialect='excel')):
                 if n==0:
                     print (row)
                 else:
                     break
Wyj cie: ['5.1', '3.5', '1.4', '0.2', 'Iris-setosa']

Ta wersja jest jeszcze prostsza. Wy wietla te  prostsze dane wyj ciowe — list  z sekwencj
warto ci z wiersza.
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Teraz na podstawie drugiej wersji mo na napisa  generator wywo ywany w p tli for. Pobiera
on „w locie” dane z pliku w blokach o wielko ci zdefiniowanej w parametrze batch funkcji:

Wej cie:
def batch_read(filename, batch=5):
    # Otwieranie strumienia danych
    with open(filename, 'rt') as data_stream:
        # Zerowanie porcji danych
        batch_output = list()
        # Iteracyjne przetwarzanie pliku
        for n, row in enumerate(csv.reader(data_stream,
        dialect='excel')):
            # Je li porcja jest odpowiedniej wielko ci…
            if n > 0 and n % batch == 0:
                # …zostaje zwrócona jako tablica ndarray.
                yield(np.array(batch_output))
                # Zerowanie porcji i rozpoczynanie od nowa
                batch_output = list()
            # W przeciwnym razie do porcji nale y doda  wiersz.
            batch_output.append(row)
        # Po zako czeniu p tli wy wietlane s  pozosta e warto ci.
        leftyield(np.array(batch_output))

Podobnie jak w poprzednim przyk adzie dane s  pobierane za pomoc  funkcji csv.reader
opakowanej w funkcj  enumerate. Ta ostatnia czy pobieran  list  danych z numerami obser-
wacji (numeracja rozpoczyna si  od zera). Na podstawie numeru obserwacji kod albo dodaje
dane do porcji, albo zwraca sterowanie do g ównego programu za pomoc  generatywnej funk-
cji yield. Ten proces jest powtarzany do czasu wczytania i zwrócenia ca ego pliku w porcjach.

Wej cie:
import numpy as np
for batch_input in batch_read(iris_filename, batch=3):
    print (batch_input)
    break
Wyj cie:
[['5.1' '3.5' '1.4' '0.2' 'Iris-setosa']
['4.9' '3.0' '1.4' '0.2' 'Iris-setosa']
['4.7' '3.2' '1.3' '0.2' 'Iris-setosa']]

Tak  funkcj  mo na wykorzysta  w procesie uczenia za pomoc  metody SGD (ang. stochastic
gradient descent), co pokazujemy w rozdziale 4. „Uczenie maszynowe”, gdzie wracamy do tego
fragmentu kodu i rozbudowujemy go do bardziej zaawansowanej postaci.

Dost p do danych w innych formatach
Do tej pory u ywali my tylko plików CSV. Biblioteka pandas udost pnia podobne mechani-
zmy i funkcje do wczytywania zbiorów danych w formatach Excel, HDFS, SQL, JSON,
HTML i Stata. Poniewa  te formaty nie s  u ywane we wszystkich projektach z obszaru nauki
o danych, opanowanie wczytywania i obs ugi plików w tych formatach pozostawiamy czytelnikom.
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Mo esz zajrze  do szczegó owej dokumentacji dost pnej w witrynie biblioteki pandas. W przy-
k adowym kodzie zamieszczonym na stronie po wi conej ksi ce pokazany jest prosty przyk ad
wczytywania tabel SQL-owych.

Obiekty typu DataFrame mo na te  tworzy  w wyniku scalania sekwencji i innych danych
przypominaj cych listy. Zauwa , e dane skalarne s  przekszta cane w listy.

Wej cie: import pandas as pd
my_own_dataset = pd.DataFrame({'Col1': range(5), 'Col2':
[1.0]*5, 'Col3': 1.0, 'Col4': 'Witaj, wiecie!'})
my_own_dataset
Wyj cie:

Dla ka dej tworzonej kolumny nale y poda  nazwy (klucze ze s ownika) i warto ci (warto ci
w s owniku odpowiadaj ce danym kluczom). W tym przyk adzie kolumny Col2 i Col3 s  two-
rzone w inny sposób, ale zawieraj  te same wynikowe warto ci. Pokazana technika pozwala
tworzy  za pomoc  bardzo prostej funkcji obiekty typu DataFrame obejmuj ce warto ci ró -
nych typów danych.

W tym procesie nale y zadba  o to, by nie u ywa  list o ró nej wielko ci. W przeciwnym razie
zg oszony zostanie wyj tek:

Wej cie: my_wrong_own_dataset = pd.DataFrame({'Col1': range(5),
'Col2': 'string', 'Col3': range(2)})
...
ValueError: arrays must all be same length

Aby sprawdzi  typy danych poszczególnych kolumn, zastosuj atrybut dtypes:

In: my_own_dataset.dtypes
Col1      int64
Col2    float64
Col3    float64
Col4     object
dtype: object

Ta technika jest bardzo przydatna, gdy chcesz zbada  typ danych (kategorialny, ca kowitolicz-
bowy, zmiennoprzecinkowy) i precyzj . Czasem mo na przyspieszy  prac  kodu, zaokr -
glaj c liczby zmiennoprzecinkowe do liczb ca kowitych, rzutuj c liczby zmiennoprzecinkowe
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o podwójnej precyzji na ich odpowiedniki o pojedynczej precyzji lub u ywaj c tylko jednego
typu danych. W nast pnym fragmencie pokazujemy, jak rzutowa  dane. Ten kod mo esz po-
traktowa  jako ogólny przyk ad ilustruj cy zmienianie typu kolumn z danymi:

Wej cie: my_own_dataset['Col1'] = my_own_dataset['Col1'].astype(float)
my_own_dataset.dtypes
Wyj cie:
Col1    float64
Col2    float64
Col3    float64
Col4     object
dtype: object

Wst pne przetwarzanie danych
Potrafisz ju  zaimportowa  zbiór danych, nawet je li jest du y i problematyczny. Teraz nale y
pozna  podstawowe procedury wst pnego przetwarzania danych, pozwalaj ce dostosowa  te
dane do nast pnego kroku procesu pracy w nauce o danych.

Je li chcesz zastosowa  funkcj  tylko do wybranych wierszy, powiniene  najpierw utworzy
mask . Maska to sekwencja warto ci logicznych (True lub False), informuj cych, czy dany
wiersz ma by  uwzgl dniany przez dan  funkcj .

Za ó my, e chcesz uwzgl dni  wszystkie wiersze ze zbioru Iris, w których warto  cechy
sepal length jest wi ksza ni  6. Mo na zrobi  to tak:

Wej cie: mask_feature = iris['sepal_length'] > 6.0
Wej cie: mask_feature
0     False
1     False
...
146   True
147   True
148   True
149  False

W tym prostym przyk adzie od razu wida , dla których obserwacji warunek jest spe niony
(True), a dla których nie jest (False). Okre la to, które wiersze zostan  wybrane.

Teraz zobacz, jak wykorzysta  mask  wyboru w innym kodzie. Za ó my, e chcemy zast pi
docelow  warto  Iris-virginica warto ci  Nowa warto . Mo na to zrobi  za pomoc  dwóch
poni szych wierszy kodu:

Wej cie: mask_target = iris['target'] == 'Iris-virginica'
Wej cie: iris.loc[mask_target, 'target'] = 'Nowa warto '
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Zobaczysz, e wszystkie wyst pienia nazwy Iris-virginica zostan  zast pione okre leniem
Nowa warto . Metod  .loc() omawiamy dalej. Na razie zapami taj, e umo liwia ona dost p
do danych z macierzy za pomoc  indeksów wierszy i kolumn.

Aby zobaczy  now  list  danych z kolumny warto ci docelowych, mo esz zastosowa  metod
unique(). Jest ona bardzo przydatna do wst pnego badania zbioru danych:

Wej cie: iris['target'].unique()
Wyj cie: array(['Iris-setosa', 'Iris-versicolor', 'Nowa warto '],
dtype=object)

Je li chcesz zapozna  si  ze statystykami dotycz cymi poszczególnych cech, mo esz odpo-
wiednio pogrupowa  kolumny lub zastosowa  mask . Metoda groupby z biblioteki pandas ge-
neruje podobne wyniki co klauzula GROUP BY z instrukcji SQL-owych. Nast pn  stosowan
metod  powinna by  metoda agreguj ca wywo ywana dla jednej kolumny lub ich zbioru. Na
przyk ad metoda agreguj ca mean() z biblioteki pandas to odpowiednik SQL-owej funkcji
AVG() (zwraca redni  warto ci z grupy), metoda agreguj ca var() oblicza wariancj , metoda
sum() sumuje warto ci, metoda count() zlicza wiersze w grupie itd. Zauwa , e wynikiem jest
obiekt typu DataFrame, dlatego sekwencj  operacji mo na po czy  w a cuch. Dalej pokazu-
jemy kilka przyk adów zastosowania metody groupby. Pogrupowanie obserwacji wed ug war-
to ci docelowej (etykiety) pozwala ustali  ró nice mi dzy rednimi z grup i wariancje w po-
szczególnych grupach.

Wej cie: grouped_targets_mean = iris.groupby(['target']).mean()
grouped_targets_mean
Wyj cie:

Wej cie: grouped_targets_var = iris.groupby(['target']).var()
grouped_targets_var
Wyj cie:
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Je li pó niej zechcesz posortowa  obserwacje za pomoc  funkcji, mo esz zastosowa  metod
.sort_index():

Wej cie: iris.sort_index(by='sepal_length').head()
Wyj cie:

Je eli zbiór danych zawiera szeregi czasowe (na przyk ad z liczbowymi warto ciami docelo-
wymi) i chcesz zastosowa  do nich operacj  rolling (poniewa  w danych wyst puje szum),
mo esz zrobi  to tak:

Wej cie: smooth_time_series = pd.rolling_mean(time_series, 5)

W ten sposób obliczana jest rednia krocz ca warto ci. Mo esz te  zastosowa  nast puj ce
polecenie:

Wej cie: median_time_series = pd.rolling_median(time_series, 5)

W ten sposób obliczana jest mediana krocz ca. W obu sytuacjach uwzgl dniane okno obej-
muje pi  obserwacji.

Ogólniejsza metoda apply() z biblioteki pandas pozwala wykonywa  dowolne operacje na
wierszach lub kolumnach. Nale y j  wywo ywa  bezpo rednio dla obiektów typu DataFrame.
Pierwszym argumentem tej metody jest funkcja, która ma by  wywo ywana dla wierszy lub
kolumn. Drugi argument okre la o , do której stosowana jest ta funkcja. Zauwa , e mo na tu
stosowa  funkcje wbudowane, biblioteczne, lambdy i dowolne funkcje zdefiniowane przez
u ytkownika.

W ramach przyk adu ilustruj cego t  daj c  du e mo liwo ci technik  spróbujmy zliczy  nie-
zerowe elementy z ka dego wiersza. Za pomoc  metody apply jest to proste:

Wej cie: iris.apply(np.count_nonzero, axis=1).head()
Wyj cie: 0    5
         1    5
         2    5
         3    5
         4    5
         dtype: int64
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Aby ustali  liczb  niezerowych elementów dla cech (czyli dla kolumn), wystarczy zmieni
warto  drugiego argumentu na 0:

Wej cie: iris.apply(np.count_nonzero, axis=0)
Wyj cie: sepal_length   150
         sepal_width    150
         petal_length   150
         petal_width    150
         target         150
         dtype: int64

Aby zastosowa  funkcj  do elementów, nale y wywo a  metod  applymap() dla obiektu typu
DataFrame. Wtedy podawany jest tylko jeden argument — stosowana funkcja.

Za ó my, e chcesz ustali  d ugo  a cuchów znaków z poszczególnych komórek. Aby uzyska  t
warto , najpierw trzeba zrzutowa  zawarto  ka dej komórki na a cuch znaków, a nast pnie
ustali  d ugo  a cucha. Za pomoc  metody applymap mo na to zrobi  w bardzo prosty sposób:

Wej cie: iris.applymap(lambda el:len(str(el))).head()
Wyj cie:

Wybieranie danych
Ostatnie zagadnienie zwi zane z bibliotek  pandas dotyczy wybierania danych. Zacznijmy od
przyk adu. Mo e zetkn e  si  ju  ze zbiorem danych obejmuj cym kolumn  z indeksem.
W jaki sposób poprawnie zaimportowa  j  za pomoc  biblioteki pandas? I jak wykorzysta
tak  kolumn  do uproszczenia sobie pracy?

Pos u ymy si  tu bardzo prostym zbiorem danych zawieraj cym kolumn  z indeksem (z war-
to ciami licznika, a nie z warto ciami cechy). Aby przyk ad by  uniwersalny, indeks rozpoczyna
si  od warto ci 100. Tak wi c indeks wiersza 0 to 100:

n,val1,val2,val3
100,10,10,C
101,10,20,C
102,10,30,B
103,10,40,B
104,10,50,A
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Gdy spróbujesz wczyta  ten plik w standardowy sposób, pole n zostanie potraktowane jak
cecha (kolumna). Samo w sobie nie jest to b dem, jednak nale y uwa a , by nie zastosowa
omy kowo indeksu jako cechy. Dlatego lepiej zapisa  go oddzielnie. Je li indeks przypadkowo
zostanie u yty na etapie uczenia (generowania modelu), mo e spowodowa  „wyciek informacji”,
co jest istotnym ród em b dów w uczeniu maszynowym.

Je li indeks zawiera liczby losowe, nie wp ynie na skuteczno  modelu. Je eli jednak obej-
muje liczby porz dkowe, czas lub nawet elementy z informacjami (gdy okre lone przedzia y
warto ci reprezentuj  pozytywne skutki, a inne przedzia y oznaczaj  skutki negatywne), mo e
powodowa  w czenie w model danych uzyskanych w wyniku „wycieku informacji”. Takie
informacje nie b d  dost pne w trakcie stosowania modelu do nowych danych (poniewa
indeks nie b dzie istnia ).

Wej cie: import pandas as pd
Wej cie: dataset = pd.read_csv('a_selection_example_1.csv') dataset
Wyj cie:

Dlatego gdy wczytujesz taki zbiór danych, mo esz okre li , e n to kolumna z indeksem.
Poniewa  jest to pierwsza kolumna, mo na zastosowa  nast puj ce polecenie:

Wej cie: dataset = pd.read_csv('a_selection_example_1.csv',
index_col=0) dataset
Wyj cie:

Tu po wczytaniu zbioru danych indeks jest poprawny. Dost p do warto ci komórek mo na
teraz uzyska  na kilka sposobów. Omawiamy je jeden po drugim.
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Pierwsza technika polega na wskazaniu kolumny i potrzebnego wiersza (za pomoc  jego indeksu).

Aby pobra  warto  kolumny val3 z pi tego wiersza (o indeksie n=104), mo na wywo a  na-
st puj c  instrukcj :

Wej cie: dataset['val3'][104]
Wyj cie: 'A'

Zachowaj staranno , poniewa  nie jest to macierz, a nasuwa  si  mo e podanie najpierw wier-
sza, a dopiero potem kolumny. Pami taj, e u ywany jest obiekt typu DataFrame, gdzie operator
[] najpierw okre la kolumn , a dopiero potem element w uzyskanym obiekcie typu Series.

Podobnie wygl da dost p do danych za pomoc  metody .loc():

Wej cie: dataset.loc[104, 'val3']
Wyj cie: 'A'

Tu najpierw nale y poda  indeks, a nast pnie potrzebne kolumny. Ta technika dzia a tak jak
metoda .ix(), która jednak funkcjonuje dla indeksów dowolnego rodzaju (etykiet i pozycji)
oraz zapewnia wi cej mo liwo ci.

Zauwa , e metoda ix() musi odgadn , jakiego rodzaju indeks podajesz. Dlatego je li nie chcesz mie-
sza  etykiet z indeksami pozycyjnymi, stosuj metody loc i iloc, zapewniaj ce bardziej ustrukturyzowa-
ne podej cie.

Wej cie: dataset.ix[104, 'val3']
Wyj cie: 'A'
Wej cie: dataset.ix[104, 2]
Wyj cie: 'A'

Istnieje te  w pe ni zoptymalizowana funkcja iloc(), która pozwala okre li  pozycj  w sposób
typowy dla macierzy. Aby wskaza  komórk , nale y najpierw poda  numer wiersza, a nast p-
nie numer kolumny:

Wej cie: dataset.iloc[4, 2]
Wyj cie: 'A'

Pobieranie podmacierzy to bardzo intuicyjna operacja. Wystarczy okre li  list  indeksów za-
miast warto ci skalarnych:

Wej cie: dataset[['val3', 'val2']][0:2]

Jest to odpowiednik poni szej instrukcji:

Wej cie: dataset.loc[range(100, 102), ['val3', 'val2']]

Nast pna instrukcja dzia a tak samo:

Wej cie: dataset.ix[range(100, 102), ['val3', 'val2']]
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To polecenie te  daje ten sam wynik:

Wej cie: dataset.ix[range(100, 102), [2, 1]]

Podobnie jak to:

Wej cie: dataset.iloc[range(2), [2,1]]

Wszystkie te instrukcje zwracaj  nast puj cy obiekt typu DataFrame:

Wyj cie:

Praca z danymi kategorialnymi i tekstowymi
Zwykle b dziesz pracowa  z dwoma podstawowymi rodzajami danych: kategorialnymi i licz-
bowymi. Dane liczbowe, okre laj ce na przyk ad temperatur , kwot  pieni dzy, dni u ytko-
wania lub numer domu, mog  mie  posta  liczb zmiennoprzecinkowych (1,0, –2,3, 99,99 itd.)
lub ca kowitych (–3, 9, 0, 1 itd.). Ka da warto , jak  takie dane mog  przyj , pozostaje w bez-
po redniej relacji z innymi warto ciami. Jest tak, poniewa  takie dane s  porównywalne. Mo esz
wi c stwierdzi , e cecha o warto ci 2,0 jest wi ksza (dwukrotnie) od cechy o warto ci 1,0.
Dane tego rodzaju s  bardzo dobrze zdefiniowane i atwe do zrozumienia. Dost pne s  dla nich
operatory binarne, na przyk ad „równa si ”, „wi kszy ni ” i „mniejszy ni ”.

Bardzo wa nym aspektem danych liczbowych jest to, e sensowne s  dla nich podstawowe statystyki
(na przyk ad rednie). Dla pozosta ych kategorii nie jest to prawda, dlatego stanowi istotn  cech  da-
nych tego rodzaju.

Innym rodzajem danych, z jakimi mo esz si  zetkn  w pracy, s  dane kategorialne (nazywa-
ne te  nominalnymi). Dane kategorialne reprezentuj  atrybut, którego nie mo na zmierzy ,
i przyjmuj  warto ci (nazywane czasem poziomami) ze sko czonego lub niesko czonego
zbioru. Na przyk ad pogoda to cecha kategorialna, poniewa  przyjmuje warto ci z nieci g ego
zbioru (sunny, cloudy, snowy, rainy, foggy). Innymi przyk adami s  cechy reprezentuj ce adresy
URL, adresy IP, produkty z koszyka w sklepie internetowym, identyfikatory urz dze  itd. Dla
tych danych nie da si  zdefiniowa  operatorów „równa si ”, „wi kszy ni ” i „mniejszy ni ”,
dlatego te  nie mo na ich uporz dkowa .
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Dodatkiem powi zanym zarówno z danymi kategorialnymi, jak i liczbowymi s  warto ci lo-
giczne. Mo na je traktowa  i jako dane kategorialne (obecno  lub brak cechy), i jako praw-
dopodobie stwo wyst pienia danej cechy (co  zosta o wy wietlone lub nie). Poniewa  wiele
algorytmów uczenia maszynowego nie przyjmuje kategorialnych danych wej ciowych, warto-
ci logiczne cz sto s u  do kodowania cech kategorialnych jako warto ci liczbowych.

Wró my do przyk adu dotycz cego pogody. Je li chcesz odwzorowa  okre laj c  pogod  cech
przyjmuj c  warto ci ze zbioru [sunny, cloudy, snowy, rainy, foggy] i zakodowa  te warto ci
jako cechy binarne, utwórz pi  cech o warto ciach True i False (po jednej cesze dla ka dego
poziomu cechy kategorialnej). Teraz odwzorowanie b dzie proste:

Categorical_feature = sunny   binary_features = [1, 0, 0, 0, 0]
Categorical_feature = cloudy  binary_features = [0, 1, 0, 0, 0]
Categorical_feature = snowy   binary_features = [0, 0, 1, 0, 0]
Categorical_feature = rainy   binary_features = [0, 0, 0, 1, 0]
Categorical_feature = foggy   binary_features = [0, 0, 0, 0, 1]

Tylko jedna binarna cecha informuje o wyst powaniu okre lonej cechy kategorialnej. Pozosta e
warto ci s  równe 0. Ten prosty krok pozwala przej  od wiata kategorialnego do liczbowego.
Odbywa si  to kosztem wi kszego zapotrzebowania na pami  i dodatkowych oblicze . Zamiast
jednej cechy jest ich teraz pi . Ogólnie zamiast jednej cechy kategorialnej o N poziomach
trzeba utworzy  N cech przyjmuj cych dwie warto ci liczbowe (1 lub 0). Ta operacja to ko-
dowanie zero-jedynkowe lub, bardziej technicznie, binaryzacja cech nominalnych.

W wykonywaniu tej operacji pomaga biblioteka pandas, pozwalaj ca atwo przeprowadzi
odwzorowanie przy u yciu jednej instrukcji:

Wej cie: import pandas as pd
categorical_feature = pd.Series(['sunny', 'cloudy', 'snowy',
'rainy', 'foggy'])
mapping = pd.get_dummies(categorical_feature)
mapping
Wyj cie:

Dane wyj ciowe to obiekt typu DataFrame obejmuj cy poziomy kategorialne jako etykiety i od-
powiednie cechy binarne w kolumnach. Aby odwzorowa  warto  kategorialn  na list  warto ci
liczbowych, wykorzystaj mo liwo ci biblioteki pandas:
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Wej cie: mapping['sunny']
Wyj cie:
0   1.0
1   0.0
2   0.0
3   0.0
4   0.0
Name: sunny, dtype: float64
Wej cie: mapping['cloudy']
Wyj cie:
0   0.0
1   1.0
2   0.0
3   0.0
4   0.0
Name: cloudy, dtype: float64

W tym przyk adzie warto  sunny jest odwzorowywana na warto ci logiczne (1, 0, 0, 0, 0),
warto  cloudy — na warto ci logiczne (0, 1, 0, 0, 0) itd.

T  sam  operacj  mo na wykona  tak e za pomoc  innego pakietu narz dzi — scikit-learn. Tu
rozwi zanie jest bardziej z o one, poniewa  wymaga wcze niejszego przekszta cenia tekstu
na indeksy kategorialne. Efekt jest jednak taki sam. Wró my do omawianego przyk adu:

Wej cie:
from sklearn.preprocessing import OneHotEncoder
from sklearn.preprocessing import LabelEncoder
le = LabelEncoder()
ohe = OneHotEncoder()
levels = ['sunny', 'cloudy', 'snowy', 'rainy', 'foggy']
fit_levs = le.fit_transform(levels)
ohe.fit([[fit_levs[0]], [fit_levs[1]], [fit_levs[2]], [fit_levs[3]],
[fit_levs[4]]])
print (ohe.transform([le.transform(['sunny'])]).toarray())
print (ohe.transform([le.transform(['cloudy'])]).toarray())
Wyj cie:
[[ 0. 0. 0. 0. 1.]]
[[ 1. 0. 0. 0. 0.]]

Obiekt typu LabelEncoder odwzorowuje tekst na od 0 do N liczb ca kowitych (zauwa , e
otrzymane warto ci dzia aj  jak zmienne kategorialne, poniewa  okre lanie ich kolejno ci nie
ma sensu). Tu pi  warto ci jest odwzorowywanych na pi  zmiennych binarnych.

Specjalny rodzaj danych — tekst
Poznaj teraz inny rodzaj danych. Tekstowe dane wyj ciowe cz sto s  u ywane w algorytmach
uczenia maszynowego, poniewa  stanowi  naturaln  reprezentacj  danych w naszym j zyku.
Te dane s  tak bogate, e zawieraj  te  odpowied  na stawiane pytania. W trakcie przetwa-
rzania tekstu najcz ciej u ywane s  zbiory s ów z powtórzeniami. W tym podej ciu ka de
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s owo jest traktowane jak cecha, a tekst jest wektorem gromadz cym niezerowe elementy od-
powiadaj ce wszystkim zawartym w nim cechom (czyli s owom). Jaka jest liczba cech w tek-
stowym zbiorze danych? To proste — wystarczy okre li  unikatowe s owa i ustali  ich liczb .
W bardzo rozbudowanym tek cie zawieraj cym wszystkie angielskie s owa ta liczba wynosi
oko o 600 000. Je li nie chcesz dodatkowo przetwarza  tekstu (usuwa  okre le  w trzeciej
osobie, skrótów, form skróconych i akronimów), to ta liczba mo e by  jeszcze wy sza, ale zda-
rza si  to rzadko. W prostym podej ciu, jakie stosujemy w tej ksi ce, wystarczy pozwoli
Pythonowi wykonywa  jego zadania.

W tym punkcie u ywamy tekstowego zbioru danych. Jest to znany zbiór danych 20 Newsgroups
(wi cej informacji na jego temat znajdziesz na stronie http://qwone.com/~jason/20Newsgroups/).
Jest to kolekcja oko o 20 000 dokumentów obejmuj cych 20 tematów z grup dyskusyjnych.
Jest to jeden z najpopularniejszych (je li nie najpopularniejszy) zbiorów danych u ywanych w kon-
tek cie klasyfikowania i klastrowania tekstu. W instrukcji importu pobieramy tylko podzbiór tego
zbioru, obejmuj cy tematy naukowe (medycyn  i przestrze  kosmiczn ):

Wej cie: from sklearn.datasets import fetch_20newsgroups
categories = ['sci.med', 'sci.space'] twenty_sci_news =
fetch_20newsgroups(categories=categories)

Gdy pierwszy raz uruchomisz ten fragment, kod automatycznie pobierze zbiór danych i umie ci
go w katalogu domy lnym $HOME/scikit_learn_data/20news_home/. Z obiektu ze zbiorem da-
nych mo na pobra  lokalizacj  plików, ich zawarto  i etykiet  (temat dyskusji, z której pochodzi
dany dokument). Te informacje s  dost pne w atrybutach .filenames, .data i .target obiektu:

Wej cie: print(twenty_sci_news.data[0])
Wyj cie: From: flb@flb.optiplan.fi ("F.Baube[tm]") Subject:
Vandalizing the sky
X-Added: Forwarded by Space Digest
Organization: [via International Space University]
Original-Sender: isu@VACATION.VENARI.CS.CMU.EDU
Distribution: sci
Lines: 12
From: "Phil G. Fraering" <pgf@srl03.cacs.usl.edu> [...]
Wej cie: twenty_sci_news.filenames
Wyj cie: array([
'/Users/datascientist/scikit_learn_data/20news_home/20news-
bydatetrain/sci.space/61116',
'/Users/datascientist/scikit_learn_data/20news_home/20news-
bydatetrain/sci.med/58122',
'/Users/datascientist/scikit_learn_data/20news_home/20news-
bydatetrain/sci.med/58903', ...,
'/Users/datascientist/scikit_learn_data/20news_home/20news-
bydatetrain/sci.space/60774', [...]
Wej cie: print (twenty_sci_news.target[0])
print (twenty_sci_news.target_names[twenty_sci_news.target[0]])
Wyj cie:
1
sci.space
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Warto ci docelowe s  kategorialne, ale s  reprezentowane za pomoc  liczb ca kowitych
(0 oznacza sci.med, a 1 to sci.space). Je li chcesz si  z nimi zapozna , podaj odpowiedni in-
deks tablicy twenty_sci_news.target.

Naj atwiejszy sposób przetwarzania takiego tekstu polega na przekszta ceniu zawarto ci zbio-
ru danych na seri  s ów. Oznacza to, e dla ka dego dokumentu nale y zliczy  wyst pienia
poszczególnych s ów.

W ramach przyk adu przygotujmy niewielki, atwy w przetwarzaniu zbiór danych:
 Document_1: We love data science,
 Document_2: Data science is great.

W ca ym zbiorze danych, obejmuj cym dokumenty Document_1 i Document_2, wyst puje tylko
sze  ró nych s ów: we, love, data science, is i great. Na podstawie tej tablicy mo na utworzy
dla ka dego dokumentu wektor cech:

Feature_Document_1 = [1 1 1 1 0 0]
Feature_Document_2 = [0 0 1 1 1 1]

Zauwa , e pomijamy tu pozycje s ów i zachowujemy tylko liczb  wyst pie  s ów w poszcze-
gólnych dokumentach. To wszystko.

Dla zbioru danych 20 Newsgroups mo na za pomoc  Pythona wykona  podobn  operacj
w prosty sposób:

Wej cie:
from sklearn.feature_extraction.text import CountVectorizer
count_vect = CountVectorizer()
word_count = count_vect.fit_transform(twenty_sci_news.data)
word_count.shape
Wyj cie: (1187, 25638)

Najpierw tworzony jest obiekt typu CountVectorizer. Nast pnie kod wywo uje metod
fit_transform zliczaj c  s owa z poszczególnych dokumentów i generuj c  dla ka dego do-
kumentu wektor cech. Nast pnie sprawdzany jest rozmiar macierzy. Zauwa , e wynikowa
macierz jest rzadka, poniewa  cz sto w ka dym dokumencie wyst puje tylko ograniczony ze-
staw s ów (liczba niezerowych elementów w ka dym wierszu jest niewielka, a przechowywa-
nie nadmiarowych zer nie ma sensu). Wymiary danych wyj ciowych to (1187, 25638). Pierwsza
warto  oznacza liczb  obserwacji w zbiorze danych (liczb  dokumentów), a druga jest liczb
cech (liczb  unikatowych s ów w zbiorze danych).

Po przekszta ceniach z u yciem obiektu typu CountVectorizer ka dy dokument zostaje po-
wi zany z wektorem cech. Przyjrzyj si  najpierw pierwszemu dokumentowi:

Wej cie: print (word_count[0])
Wyj cie:
(0, 10827)  2
(0, 10501)  2
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(0, 17170)  1
(0, 10341)  1
(0, 4762)  2
(0, 23381)  2
(0, 22345)  1
(0, 24461)  1
(0, 23137)  7
[...]

Zauwa , e dane wyj ciowe to wektor rzadki, w którym zapisywane s  tylko niezerowe ele-
menty. Aby bezpo rednio sprawdzi  wyst pienia s ów, wywo aj nast puj cy kod:

Wej cie: word_list = count_vect.get_feature_names()
for n in word_count[0].indices:
print ('S owo: "%s". Liczba wyst pie : %i' % (word_list[n],
word_count[0, n]))
Wyj cie:
S owo: from. Liczba wyst pie : 2
S owo: flb. Liczba wyst pie : 2
S owo: optiplan. Liczba wyst pie : 1
S owo: fi. Liczba wyst pie : 1
S owo: baube. Liczba wyst pie : 2
S owo: tm. Liczba wyst pie : 2
S owo: subject. Liczba wyst pie : 1
S owo: vandalizing. Liczba wyst pie : 1
S owo: the. Liczba wyst pie : 7
[...]

Do tej pory wszystko wygl da prosto, prawda? Przejd my wi c do nast pnego zadania, bar-
dziej z o onego i przydatnego. Zliczanie s ów jest warto ciowe, ale mo na zrobi  co  wi cej.
Obliczmy cz stotliwo  ich wyst powania. Ta miara pozwala porównywa  cz sto  wyst po-
wania s ów w zbiorach danych o ró nej wielko ci. Pozwala okre li , czy dany wyraz jest s owem
pomijanym (ang. stop word; s  to bardzo popularne s owa takie jak „a”, „an”, „the” lub „is”),
czy jest rzadki i unikatowy. Zwykle unikatowe s owa s  najwa niejsze, poniewa  pozwalaj
ustali  charakter tekstu i wysoce ró nicuj ce cechy w procesie uczenia. Aby ustali  cz stotli-
wo  wyst pie  poszczególnych s ów we wszystkich dokumentach, uruchom nast puj cy kod:

Wej cie:
from sklearn.feature_extraction.text import TfidfVectorizer
tf_vect = TfidfVectorizer(use_idf=False, norm='l1')
word_freq = tf_vect.fit_transform(twenty_sci_news.data)
word_list = tf_vect.get_feature_names()
for n in word_freq[0].indices:
print ('S owo: "%s". Cz stotliwo : %0.3f' % (word_list[n],
word_freq[0, n]))
Wyj cie:
S owo: "from". Cz stotliwo : 0.022
S owo: "flb". Cz stotliwo : 0.022
S owo: "optiplan". Cz stotliwo : 0.011
S owo: "fi". Cz stotliwo : 0.011
S owo: "baube". Cz stotliwo : 0.022
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S owo: "tm". Cz stotliwo : 0.022
S owo: "subject". Cz stotliwo : 0.011
S owo: "vandalizing". Cz stotliwo : 0.011
S owo: "the". Cz stotliwo : 0.077
[...]

Suma cz stotliwo ci wynosi tu 1 (lub, z powodu przybli e , jest bliska tej warto ci). Dzieje
si  tak, poniewa  wybrali my norm  l1. W tej sytuacji cz stotliwo  s ów jest okre lana za
pomoc  funkcji dystrybucji prawdopodobie stwa. Czasem przydatne jest zwi kszenie ró nic
mi dzy rzadkimi i popularnymi s owami. Wtedy w celu znormalizowania wektora cech mo na
zastosowa  norm  l2.

Jeszcze skuteczniejszy sposób wektoryzacji danych tekstowych polega na zastosowaniu na-
rz dzia Tfidf. W skrócie mo na wyja ni , e mno y ono cz stotliwo  wyst powania s ów
w danym dokumencie przez odwrotno  cz stotliwo ci wyst powania s owa w zbiorze doku-
mentów (a dok adniej logarytm tej cz stotliwo ci)1. Jest to bardzo przydatne do ustalania s ów,
które skutecznie opisuj  ka dy dokument i dobrze ró nicuj  dokumenty ze zbioru danych.
Narz dzie Tfidf zyska o znaczn  popularno  od czasu rozpocz cia przetwarzania danych
tekstowych za pomoc  komputerów. Jest ono u ywane w wi kszo ci wyszukiwarek i programów
do wyszukiwania informacji, poniewa  pozwala skutecznie mierzy  podobie stwo (i odleg o )
mi dzy zdaniami. Dlatego jest optymalnym narz dziem do pobierania dokumentów na pod-
stawie zapytania wprowadzonego przez u ytkownika.

Wej cie:
from sklearn.feature_extraction.text import TfidfVectorizer
tfidf_vect = TfidfVectorizer() # Domy lne ustawienie: use_idf=True
word_tfidf = tfidf_vect.fit_transform(twenty_sci_news.data)
word_list = tfidf_vect.get_feature_names()
for n in word_tfidf[0].indices:
    print ('S owo: "%s". Warto  tf-idf: %0.3f' % (word_list[n],
    word_tfidf[0, n]))
Out:
S owo: "fred". Warto  tf-idf: 0.089
S owo: "twilight". Warto  tf-idf: tf-idf 0.139
S owo: "evening". Warto  tf-idf: tf-idf 0.113
S owo: "in". Warto  tf-idf: tf-idf 0.024
S owo: "presence". Warto  tf-idf: tf-idf 0.119
S owo: "its". Warto  tf-idf: tf-idf 0.061
S owo: "blare". Warto  tf-idf: tf-idf 0.150
S owo: "freely". Warto  tf-idf: tf-idf 0.119
S owo: "may". Warto  tf-idf: tf-idf 0.054
S owo: "god". Warto  tf-idf: tf-idf 0.119
S owo: "blessed". Warto  tf-idf: tf-idf 0.150
S owo: "is". Warto  tf-idf: tf-idf 0.026
S owo: "profiting". Warto  tf-idf: tf-idf 0.150
[...]

                                                          
1 Dok adne wyja nienie wzoru na TFIDF znajdziesz na stronie https://pl.wikipedia.org/wiki/TFIDF —

przyp. t um.
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W tym przyk adzie cztery najwa niejsze informacyjnie s owa z pierwszego dokumentu to:
caste, baube, flb i tm (to dla nich uzyskali my najwy szy wynik tf-idf). To oznacza, e cz -
stotliwo  tych s ów w danym dokumencie jest wysoka, natomiast w innych dokumentach
pojawiaj  si  one stosunkowo rzadko. W kontek cie teorii informacji oznacza to, e entropia
tych s ów w dokumencie jest wysoka, a w zbiorze wszystkich dokumentów — niska.

Do tej pory generowali my cechy dla ka dego s owa. A mo e po czy  grupy s ów ze sob ?
Efekt ten mo na uzyska , stosuj c bigramy zamiast unigramów. Gdy u ywane s  bigramy
(i, ogólnie, n-gramy), wa ne s  obecno  lub nieobecno  s owa oraz jego s siedztwo (czyli wy-
razy znajduj ce si  w pobli u i ich pozycje). Mo esz oczywi cie czy  unigramy z n-gramami
w celu uzyskania rozbudowanego wektora cech dla ka dego dokumentu. Przetestujmy dzia anie
n-gramów w nast puj cym prostym przyk adzie:

Wej cie:
text_1 = 'we love data science'
text_2 = 'data science is hard'
documents = [text_1, text_2]
documents
Wyj cie: ['we love data science', 'data science is hard']
Wej cie: # To domy lne rozwi zanie stosowane ju  wcze niej.
count_vect_1_grams = CountVectorizer(ngram_range=(1, 1),
stop_words=[], min_df=1)
word_count = count_vect_1_grams.fit_transform(documents)
word_list = count_vect_1_grams.get_feature_names()
print ("Lista s ów = ", word_list)
print ("Tekst text_1 mo na opisa  za pomoc  okre le ", [word_list[n] + "(" +
str(word_count[0, n]) + ")" for n in word_count[0].indices])
Wyj cie:
Lista s ów = ['data', 'hard', 'is', 'love', 'science', 'we']
Tekst text_1 mo na opisa  za pomoc  okre le  ['we(1)', 'love(1)', 'data(1)',
'science(1)']
Wej cie: # Teraz generowany jest wektor wyst pie  bigramów.
count_vect_1_grams = CountVectorizer(ngram_range=(2, 2))
word_count = count_vect_1_grams.fit_transform(documents)
word_list = count_vect_1_grams.get_feature_names()
print ("Lista s ów = ", word_list)
print ("Tekst text_1 mo na opisa  za pomoc  okre le ", [word_list[n] + "(" +
str(word_count[0, n]) + ")" for n in word_count[0].indices])
Wyj cie:
Lista s ów = ['data science', 'is hard', 'love data',
'science is', 'we love']
Tekst text_1 mo na opisa  za pomoc  okre le  ['we love(1)', 'love data(1)',
'data science(1)']
Wej cie: # Teraz generowany jest wektor z uni- i bigramami.
count_vect_1_grams = CountVectorizer(ngram_range=(1, 2))
word_count = count_vect_1_grams.fit_transform(documents)
word_list = count_vect_1_grams.get_feature_names()
print ("Lista s ów = ", word_list)
print ("Tekst text_1 mo na opisa  za pomoc  okre le ", [word_list[n] + "(" +
str(word_count[0, n]) + ")" for n in word_count[0].indices])
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Wyj cie:
Lista s ów = ['data', 'data science', 'hard', 'is', 'is hard',
'love', 'love data', 'science', 'science is', 'we', 'we love']
Tekst text_1 mo na opisa  za pomoc  okre le  ['we(1)', 'love(1)', 'data(1)',
'science(1)', 'we love(1)', 'love data(1)', 'data science(1)']

W tym przyk adzie po czyli my w intuicyjny sposób pierwsze podej cie z drugim. Tu u y-
wany jest typ CountVectorizer, jednak w ramach tej techniki bardzo cz sto stosowany jest te
typ TfidfVectorizer. Zauwa , e stosowanie n-gramów skutkuje wyk adniczym wzrostem
liczby cech.

Je li liczba cech jest za du a (s ownictwo jest zbyt bogate, wyst puje za du o n-gramów lub
komputer ma ograniczon  wydajno ), mo esz zastosowa  sztuczk  zmniejszaj c  z o ono
problemu (najpierw jednak oce , czy ograniczenie z o ono ci jest warte wzrostu wydajno ci).
Cz sto stosowana jest sztuczka z haszowaniem, polegaj ca na generowaniu skrótów dla s ów
(lub n-gramów). Dla niektórych s ów skróty s  takie same, dlatego powstaj  kube ki ze s owami.
Kube ki to zbiory semantycznie niepowi zanych s ów o takich samych skrótach. Za pomoc
obiektu typu HashingVectorizer mo esz (tak jak w poni szym przyk adzie) ustali  liczb  ku-
be ków. Wynikowa macierz oczywi cie odzwierciedla to ustawienie:

Wej cie: from sklearn.feature_extraction.text import HashingVectorizer
hash_vect = HashingVectorizer(n_features=1000)
word_hashed = hash_vect.fit_transform(twenty_sci_news.data)
word_hashed.shape
Wyj cie: (1187, 1000)

Zauwa , e nie mo na odwróci  procesu haszowania (jest to nieodwracalny proces generowa-
nia skrótu danych). Dlatego po przekszta ceniach trzeba pracowa  z cechami w postaci skrótów.
Haszowanie ma sporo zalet: umo liwia szybkie przekszta canie zbiorów s ów w wektory cech
(cechami s  wtedy kube ki skrótów), atwe uwzgl dnianie w cechach niespotykanych wcze niej
s ów i unikanie nadmiernego dopasowywania modelu do danych (poniewa  do kube ków tra-
fiaj  niepowi zane s owa).

Scraping stron internetowych
za pomoc  pakietu Beautiful Soup
W poprzednim punkcie pokazali my, jak operowa  danymi tekstowymi, gdy zbiór danych jest
ju  dost pny. A co zrobi , gdy konieczne s  scraping strony internetowej i r czne pobranie
danych?

Taka sytuacja zdarza si  cz ciej, ni  móg by  podejrzewa . Scraping jest bardzo popularnym
zagadnieniem w obszarze nauki o danych. Oto przyk ady:

 Instytucje finansowe stosuj  scraping stron, by pozna  nowe szczegó y i uzyska
informacje na temat firm, w które inwestuj . Doskona ymi ród ami takich analiz
s  serwisy informacyjne, sieci spo eczno ciowe, blogi, fora i witryny korporacyjne.
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 Agencje reklamowe i domy mediowe analizuj  nastroje konsumentów i popularno
ró nych materia ów w internecie, aby zrozumie  reakcje odbiorców.

 Firmy specjalizuj ce si  w analizach i rekomendacjach stosuj  scraping stron
w celu zrozumienia wzorców zachowa  u ytkowników i ich modelowania.

 W porównywarkach internet jest u ywany do porównywania cen, produktów i us ug.
U ytkownicy otrzymuj  dzi ki temu aktualizowany zbiorczy obraz bie cej sytuacji.

Niestety bardzo trudno jest automatycznie przetwarza  witryny, poniewa  s  one budowane
i konserwowane przez inne osoby oraz ró ni  si  infrastruktur , lokalizacj , j zykami i struk-
tur . Jedynym wspólnym aspektem jest reprezentacja opracowana w standardowym j zyku,
którym zwykle jest HTML.

To dlatego zdecydowana wi kszo  dost pnych obecnie narz dzi do scrapingu stron interne-
towych potrafi tylko na ogólnym poziomie „zrozumie ” strony HTML i porusza  si  po nich.
Jeden z najcz ciej stosowanych parserów stron internetowych to Beautiful Soup. Jest to
napisane w Pythonie bardzo stabilne i proste w u yciu narz dzie. Potrafi wykrywa  b dy
i fragmenty nieprawid owo zbudowanego kodu na stronach HTML-owych (pami taj, e strony
internetowe s  cz sto pisane przez ludzi, dlatego mog  zawiera  b dy).

Kompletny opis narz dzia Beautiful Soup wymaga by ca ej ksi ki. W tym miejscu przedsta-
wiamy tylko wybrane aspekty. Przede wszystkim Beautiful Soup nie jest robotem internetowym
(ang. crawler). Dlatego do wczytywania stron nale y zastosowa  na przyk ad bibliotek  urllib.

Pobierzmy teraz z Wikipedii kod strony po wi conej Williamowi Szekspirowi:

Wej cie: import urllib.request
url = 'https://en.wikipedia.org/wiki/William_Shakespeare'
request = urllib.request.Request(url)
response = urllib.request.urlopen(request)

Teraz nale y nakaza  narz dziu Beautiful Soup wczytanie zasobu i parsowanie danych za po-
moc  parsera HTML-a:

Wej cie: from bs4 import BeautifulSoup
soup = BeautifulSoup(response, 'html.parser')

Gdy obiekt soup jest ju  gotowy, mo na kierowa  do niego zapytania. W celu pobrania tytu u
za daj atrybutu title:

Wej cie: soup.title
Wyj cie: <title>William Shakespeare - Wikipedia, the free encyclopedia</title>

Wida  tu, e zwracany jest ca y znacznik title. Umo liwia to dok adn  analiz  zagnie d onej
struktury strony w HTML-u. Za ó my, e chcesz pozna  kategorie powi zane ze stron  Wiki-
pedii po wi con  Williamowi Szekspirowi. Bardzo przydatne jest wtedy utworzenie grafu dla
artyku u i rekurencyjne pobieranie oraz parsowanie powi zanych stron. Najpierw nale y
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r cznie przeanalizowa  stron  w HTML-u, by ustali  odpowiedni znacznik zawieraj cy szukane
informacje. Pami taj, e w nauce o danych „nie ma nic za darmo”. Nie istniej  funkcje auto-
matycznego wykrywania danych, a poza tym ustalone informacje mog  si  zmieni , gdy
w Wikipedii zastosowany zostanie nowy format stron.

W wyniku r cznych analiz okazuje si , e kategorie s  przechowywane w znaczniku div o na-
zwie mw-normal-catlinks. Oprócz pierwszego odsy acza wszystkie pozosta e s  odpowiednie.
Pora przyst pi  do pisania kodu z uwzgl dnieniem poczynionych obserwacji. Kod wy wietla
tu ka d  kategori , tytu  strony, do której prowadzi odsy acz, i wzgl dny odno nik:

Wej cie:
section = soup.find_all(id='mw-normal-catlinks')[0]
for catlink in section.find_all("a")[1:]:
    print(catlink.get("title"), "->", catlink.get("href"))
Wyj cie:
Category:William Shakespeare -> /wiki/Category:William_Shakespeare
Category:1564 births -> /wiki/Category:1564_births
Category:1616 deaths -> /wiki/Category:1616_deaths
Category:16th-century English male actors ->
/wiki/Category:16thcentury_English_male_actors
Category:English male stage actors ->
/wiki/Category:English_male_stage_actors
Category:16th-century English writers -> /wiki/Category:16thcentury_English_writers

Dwukrotnie u ywamy tu metody find_all, aby znale  wszystkie znaczniki HTML-a z tek-
stem podanym w argumencie. W pierwszym przypadku interesuje nas identyfikator. W drugim
szukamy wszystkich znaczników a.

Na podstawie danych wyj ciowych i z zastosowaniem tego samego kodu do nowych adresów
URL mo na rekurencyjnie pobra  odpowiednie strony kategorii z Wikipedii i dotrze  do ka-
tegorii nadrz dnych.

Ostatnia uwaga na temat scrapingu — pami taj, e ta technika nie zawsze jest dozwolona.
Nawet gdy jej stosowanie jest dopuszczalne, zadbaj o ograniczenie szybko ci pobierania da-
nych. Je li szybko  pobierania b dzie zbyt wysoka, serwer witryny mo e uzna  to za prowa-
dzony na niewielk  skal  atak DoS i doda  Twój adres IP do czarnej listy oraz go zablokowa .
Wi cej informacji znajdziesz w warunkach u ytkowania witryny (mo esz te  skontaktowa  si
z administratorami). Pobieranie danych z witryn chronionych prawem autorskim mo e pro-
wadzi  do problemów. To dlatego wi kszo  firm stosuj cych scraping korzysta w tym celu
z us ug zewn trznych dostawców lub podpisuje specjalne umowy z w a cicielami witryn.
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Przetwarzanie danych
za pomoc  pakietu NumPy
Przedstawili my ju  najwa niejsze polecenia z biblioteki pandas s u ce do wczytywania da-
nych i wst pnego przetwarzania ich w pami ci — w ca o ci, w mniejszych porcjach lub nawet
jako pojedynczych wierszy danych. W nast pnym etapie potoku nale y zaj  si  tymi danymi
w celu przygotowania macierzy z danymi dostosowanej do procedur uczenia (nadzorowanego
lub nienadzorowanego).

Jako najlepsz  praktyk  zalecamy rozbicie tego zadania na etap, w którym dane wci  s  nie-
jednorodne (obejmuj  warto ci liczbowe i symboliczne), i kolejny etap, gdy dane maj  ju  po-
sta  tabeli liczb. Tabela (macierz) danych obejmuje wiersze reprezentuj ce obserwacje oraz
kolumny z zaobserwowanymi warto ciami (pe ni cymi funkcj  zmiennych).

Zgodnie z naszymi poradami powiniene  prze cza  si  mi dzy dwoma najwa niejszymi pa-
kietami Pythona s u cymi do analiz naukowych (pandas i NumPy) oraz dwiema podstawo-
wymi strukturami danych z tych pakietów (DataFrame i ndarray). U ywany przez ciebie potok
pracy b dzie wtedy wydajniejszy i szybszy.

Poniewa  struktura danych, która ma trafi  do nast pnej fazy (uczenia maszynowego), jest
macierz  reprezentowan  za pomoc  typu ndarray z pakietu NumPy, zacznijmy od efektu,
jaki chcemy uzyska . Zobacz, jak wygenerowa  obiekt tego typu.

N-wymiarowe tablice z pakietu NumPy
Python udost pnia natywne struktury danych, na przyk ad listy i s owniki, z których w miar
mo liwo ci powiniene  korzysta . Listy pozwalaj  przechowywa  sekwencje niejednorodnych
obiektów (na tej samej li cie mo esz przechowywa  na przyk ad liczby, tekst, grafik  i d wi ki).
Natomiast s owniki s  oparte na tablicy wyszukiwania (tablicy z haszowaniem) i pozwalaj  uzy-
ska  dost p do danych. Tymi danymi mo e by  dowolny obiekt Pythona. Cz sto jest nim lista
lub inny s ownik. Tak wi c za pomoc  s owników mo na budowa  z o one, wielowymiarowe
struktury danych.

Listy i s owniki maj  jednak okre lone ograniczenia. Przede wszystkim powoduj  problemy
z pami ci  i wydajno ci . Nie s  zoptymalizowane pod k tem zajmowania prawie przyleg ych
bloków pami ci, co mo e prowadzi  do problemów, gdy próbujesz zastosowa  wysoce zop-
tymalizowane algorytmy lub obliczenia z u yciem wielu procesorów (pami  stanowi wtedy
w skie gard o). Dlatego te struktury doskonale nadaj  si  do przechowywania danych, ale nie
do wykonywania na nich operacji. Je li wi c chcesz operowa  na danych, musisz najpierw
zdefiniowa  niestandardowe funkcje i iteracyjnie pobiera  elementy listy lub s ownika. Gdy
przetwarzane s  du e zbiory danych, iteracja cz sto okazuje si  nieoptymalna.
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Pakiet NumPy udost pnia klas  ndarray (reprezentuj c  n-wymiarowe tablice) o nast puj cych
cechach:

 Jest optymalna ze wzgl du na pami  (i, oprócz innych aspektów, skonfigurowana
tak, by przekazywa  dane do procedur w j zyku C lub Fortran z blokami pami ci
uporz dkowanymi w sposób zapewniaj cy najwy sz  wydajno ).

 Umo liwia szybkie obliczenia z obszaru algebry liniowej (wektoryzacja) i operacje
na elementach (broadcasting2) bez konieczno ci stosowania iteracji w postaci
p tli for, które w Pythonie s  zwykle kosztowne obliczeniowo.

 Funkcje z wa nych bibliotek (takich jak SciPy i scikit-learn) wymagaj  tablic
jako danych wyj ciowych.

Te cechy zwi zane s  jednak z pewnymi ograniczeniami. Oto wady obiektów typu ndarray:
 Zwykle przechowuj  one tylko elementy jednego konkretnego typu danych, który

mo na wcze niej zdefiniowa  (istnieje wprawdzie mo liwo  zdefiniowania
z o onych i niejednorodnych typów danych, jednak korzystanie z nich
w kontek cie analiz by oby bardzo trudne).

 Po zainicjowaniu takich obiektów ich wielko  jest sta a. Je li zechcesz zmieni
wielko  obiektu, musisz utworzy  go od nowa.

Podstawowe informacje o obiektach ndarray
z pakietu NumPy
W Pythonie tablica to blok przyleg ych w pami ci danych okre lonego typu z nag ówkiem
wskazuj cym schemat indeksowania i deskryptorem typu danych.

Dzi ki schematowi indeksowania za pomoc  tablic mo na reprezentowa  wielowymiarowe
struktury danych, w których indeks ka dego elementu jest krotk  obejmuj c  n liczb ca ko-
witych, gdzie n to liczba wymiarów. Gdy tablica jest jednowymiarowa (czyli jest wektorem
sekwencyjnych danych), indeks rozpoczyna si  od zera (tak jak w listach Pythona).

Gdy tablica jest dwuwymiarowa, trzeba zastosowa  indeks w postaci dwóch liczb ca kowitych
(krotki ze wspó rz dnymi x, y), dla trzech wymiarów potrzebne s  trzy liczby ca kowite (krotka
x, y, z) itd.

W ka dej lokalizacji wskazywanej przez indeks tablica zawiera dane okre lonego typu. Tabli-
ca mo e przechowywa  ró ne liczbowe typy danych, a tak e a cuchy znaków i inne obiekty
Pythona. Mo na te  tworzy  niestandardowe typy danych i dodawa  w ten sposób sekwencje
ró nych typów, cho  odradzamy to rozwi zanie i zalecamy stosowanie w takich sytuacjach typu
DataFrame z biblioteki pandas. Struktury danych z tej biblioteki zapewniaj  wi cej mo liwo ci,

                                                          
2 Czyli dostosowywanie kszta tu mniejszej tablicy do wi kszej; zobacz https://docs.scipy.org/doc/numpy/

user/basics.broadcasting.html — przyp. t um.
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gdy intensywnie u ywane s  niejednorodne typy danych (je li takie typy s  potrzebne bada-
czowi danych). W tej ksi ce stosujemy tablice z pakietu NumPy tylko dla konkretnych, zde-
finiowanych typów, a do obs ugi niejednorodnych danych pos ugujemy si  bibliotek  pandas.

Poniewa  typ elementów tablicy i liczba zajmowanych przez nie bajtów s  zdefiniowane od
pocz tku, w procesie tworzenia tablicy rezerwowana jest przestrze  dok adnie mieszcz ca
wszystkie dane. Dlatego dost p do elementów tablicy, ich modyfikowanie i obliczenia na nich
odbywaj  si  do  szybko, cho  dzieje si  to kosztem tego, e tablica jest sta a i nie mo na
zmieni  jej struktury.

Listy Pythona s  bardzo niepor czne i powolne. S  kolekcjami wska ników cz cych list
z rozproszonymi w pami ci lokalizacjami zawieraj cymi same dane. Na nast pnym rysunku
wida , e typ ndarray obejmuje tylko wska nik prowadz cy do jednej lokalizacji w pami ci,
gdzie przechowywane s  uporz dkowane sekwencyjnie dane. Gdy chcesz uzyska  dost p do
danych z tablicy ndarray, wymaga to mniej operacji i korzystania z mniejszej liczby lokalizacji
w pami ci ni  przy stosowaniu list. Z tego wynika wydajno  i szybko  takich tablic w pracy
z du ymi zbiorami danych. Wad  jest to, e zawarto ci tych tablic nie mo na zmienia . Wsta-
wianie do nich danych lub usuwanie z nich danych wymaga utworzenia nowej tablicy.

Niezale nie od liczby wymiarów tablicy ndarray dane zawsze s  porz dkowane jako ci g a se-
kwencja warto ci (w ci g ym bloku pami ci). Znajomo  wielko ci tablicy i kroków (okre laj -
cych, ile bajtów w pami ci trzeba przeskoczy , aby przej  do nast pnej pozycji na danej osi)
pozwala na atwe poprawne reprezentowanie tablicy i operowanie na niej.

Gdy trzeba reprezentowa  wiele wymiarów za pomoc  list, konieczne jest utworzenie list za-
gnie d onych, co dodatkowo zwi ksza koszty dost pu do danych i fragmentacj  danych.

Mo e si  wydawa , e to tylko niepotrzebne gadanie informatyków. W ko cu badacze danych chc  je-
dynie szybko wykonywa  za pomoc  Pythona przydatne operacje. To oczywi cie s uszne podej cie, jed-
nak zwi z a („szybka”) sk adnia nie zawsze przek ada si  na szybkie wykonywanie kodu. Je li opanujesz
wewn trzne mechanizmy pakietu NumPy i biblioteki pandas, b dziesz móg  przyspieszy  prac  kodu
i wykonywa  wi cej operacji w krótszym czasie. Zetkn li my si  z sytuacj , w której czas pracy sk a-
dniowo poprawnego kodu przekszta caj cego dane z u yciem pakietu NumPy i biblioteki pandas uda o
si  w wyniku odpowiedniej refaktoryzacji skróci  o 95%!
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Na potrzeby tej ksi ki bardzo wa ne jest te , by zrozumie , e w ramach dost pu lub prze-
kszta cania tablicy czasem kod tylko tworzy widok jej zawarto ci, a czasem j  kopiuje. W trakcie
tworzenia widoku tablicy wywo ywana jest procedura, która umo liwia konwersj  danych z ta-
blicy na inne dane, przy czym ród owa tablica si  nie zmienia. W poprzednim przyk adzie
tworzenie widoku powoduje jedynie zmian  atrybutu opisuj cego wielko  tablicy ndarray.
Same dane pozostaj  nietkni te. Dlatego transformacje danych zwi zane z tworzeniem widoku
tablicy s  nietrwa e — chyba e utrwalisz je w nowej tablicy.

Natomiast w trakcie kopiowania powstaje nowa tablica o nowej strukturze (zajmuj ca wie
pami ). Nie polega to tylko na zmianie parametru okre laj cego wielko  tablicy. Zamiast
tego rezerwowany jest nowy przyleg y blok pami ci, do którego dane zostaj  skopiowane.

Obiekty typu DataFrame z biblioteki pandas sk adaj  si  z jednowymiarowych tablic ndarray z pakietu
NumPy. Dlatego te  cechuj  si  szybko ci  i wydajnym wykorzystaniem pami ci typowymi dla tablic
ndarray, gdy operacje dotycz  kolumn (poniewa  ka da kolumna to tablica ndarray). Gdy operacje
dotycz  wierszy, obiekty typu DataFrame s  mniej wydajne, poniewa  sekwencyjnie u ywane s  ró ne
kolumny (czyli inne tablice ndarray). Ponadto wydajniejsze jest wskazywanie lokalizacji w obiektach
typu DataFrame za pomoc  indeksu pozycyjnego, a nie przy u yciu indeksu z biblioteki pandas. Jest
tak, poniewa  w tablicach ndarray do wskazywania pozycji s u  liczby ca kowite. U ywanie indeksów
z biblioteki pandas (które mog  by  tekstowe) wymaga przekszta cenia indeksu na odpowiedni  pozycj ,
aby móc poprawnie operowa  na danych.

Tworzenie tablic z pakietu NumPy
Tablice z pakietu NumPy mo na tworzy  na kilka sposobów. Oto niektóre z nich:

 przekszta cenie istniej cej struktury danych w tablic ,
 utworzenie tablicy od podstaw i zape nienie jej domy lnymi lub obliczonymi

warto ciami,
 wczytanie danych z dysku do tablicy.

Je li chcesz przekszta ci  istniej c  struktur  danych, najwygodniej u y  listy ustrukturyzo-
wanej lub obiektu typu DataFrame.

Przekszta canie list w jednowymiarowe tablice
Jednym z najcz ciej wykonywanych zada  zwi zanych z prac  z danymi jest przekszta canie
listy w tablic .

W trakcie przeprowadzania takiej operacji wa ne jest, by uwzgl dni  zawarto  obiektów
z listy, poniewa  wp ywa to na liczb  wymiarów i typ dtype wynikowej tablicy.
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Zacznijmy od listy zawieraj cej same liczby ca kowite:

Wej cie: import numpy as np
Wej cie: # Transformacja listy w jednowymiarow  tablic
list_of_ints = [1,2,3]
Array_1 = np.array(list_of_ints)
Wej cie: Array_1
Wyj cie: array([1, 2, 3])

Pami taj, e dost p do jednowymiarowej tablicy mo na uzyska  w ten sam sposób co do
standardowych list Pythona (za pomoc  rozpoczynaj cych si  od zera indeksów):

Wej cie: Array_1[1] # Wy wietlanie drugiej warto ci
Wyj cie: 2

Mo na pobra  dodatkowe informacje na temat typu obiektu i typu jego elementów (wynikowy
typ zale y od tego, czy system jest 32-bitowy, czy 64-bitowy):

Wej cie: type(Array_1)
Wyj cie: numpy.ndarray
Wej cie: Array_1.dtype
Wyj cie: dtype('int64')

Domy lny typ dtype zale y od u ywanego systemu operacyjnego.

Prosta lista liczb ca kowitych zostanie przekszta cona w jednowymiarow  tablic , czyli w wektor
32-bitowych liczb ca kowitych (od –231 do 231–1; s  to domy lne warto ci liczb ca kowitych
w systemie u ywanym przez nas do wykonywania przyk adów).

Kontrolowanie ilo ci zajmowanej pami ci
Mo esz uzna , e stosowanie typu int64 dla ograniczonego zakresu warto ci to marnotraw-
stwo pami ci.

W sytuacjach, gdy u ywanych jest du o danych, mo esz obliczy  ilo  pami ci zajmowan
przez obiekt Array_1:

Wej cie: import numpy as np
Wej cie: Array_1.nbytes
Wyj cie: 24

Zauwa , e w systemach 32-bitowych (lub przy stosowaniu 32-bitowej wersji Pythona w systemie
64-bitowym) wynikiem jest 12.

Aby zmniejszy  ilo  zajmowanej pami ci, mo esz okre li  typ najlepiej dopasowany do tablicy:

Wej cie: Array_1 = np.array(list_of_ints, dtype= 'int8')
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Teraz utworzona prosta tablica zajmuje jedn  czwart  pami ci potrzebnej w poprzedniej wersji.
Ten przyk ad mo e wydawa  si  oczywisty i nadmiernie uproszczony, jednak gdy przetwarzasz
miliony wierszy i kolumn, zdefiniowanie typu danych optymalnie dostosowanego do analiz po-
zwala uratowa  sytuacj  i zmie ci  wszystkie dane w pami ci.

Dla informacji czytelników przedstawiamy tabel  z typami najcz ciej u ywanymi w aplika-
cjach z obszaru nauki o danych. W tabeli tej znajdziesz te  informacje o pami ci zajmowanej
przez pojedyncze elementy poszczególnych typów.

Typ Wielko  w bajtach Opis

bool 1 Warto ci logiczne (True lub False) zapisywane jako bajt

int_ 4 Domy lny typ ca kowitoliczbowy (zwykle int32 lub int64)

int8 1 Bajt (od –128 do 127)

int16 2 Liczba ca kowita (od –32 768 do 32 767)

int32 4 Liczba ca kowita (od –2**31 do 2**31–1)

int64 8 Liczba ca kowita (od –2**63 do 2**63–1)

uint8 1 Liczba ca kowita bez znaku (od 0 do 255)

uint16 2 Liczba ca kowita bez znaku (od 0 do 65 535)

uint32 3 Liczba ca kowita bez znaku (od 0 do 2**32–1)

uint64 4 Liczba ca kowita bez znaku (od 0 do 2**64–1)

float_ 8 Skrótowy zapis typu float64

float16 2 Liczba zmiennoprzecinkowa o po owicznej precyzji (wyk adnik 5 bitów,
mantysa 10 bitów)

float32 4 Liczba zmiennoprzecinkowa o pojedynczej precyzji (wyk adnik 8 bitów,
mantysa 23 bity)

float64 8 Liczba zmiennoprzecinkowa o podwójnej precyzji (wyk adnik 11 bitów,
mantysa 52 bity)

Istniej  te  inne typy liczbowe (na przyk ad dla liczb zespolonych), które s  stosowane rzadziej, ale mog
okaza  si  potrzebne w danej aplikacji (przyk adowo do generowania spektrogramu). Kompletny zestaw
typów znajdziesz w podr czniku u ytkownika pakietu NumPy na stronie https://docs.scipy.org/doc/
numpy/user/basics.types.html.

Je li chcesz zmieni  typ tablicy, mo esz atwo utworzy  now  tablic , rzutuj c pierwotn  na
okre lony nowy typ:

Wej cie: Array_1b = Array_1.astype('float32')
Array_1b
Wyj cie: array([ 1., 2., 3.], dtype=float32)

Je li tablica zajmuje du o pami ci, metoda .astype zawsze kopiuje dane i tworzy now  tablic .
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Listy niejednorodne
Co si  stanie, gdy utworzysz list  sk adaj c  si  z niejednorodnych elementów, na przyk ad
liczb ca kowitych, liczb zmiennoprzecinkowych i a cuchów znaków? Sytuacja si  skomplikuje.
Oto krótki przyk ad ilustruj cy taki scenariusz:

Wej cie: import numpy as np
complex_list = [1,2,3] + [1.,2.,3.] + ['a','b','c']
Array_2 = np.array(complex_list[:3]) # Pocz tkowo lista wej ciowa
# zawiera same liczby ca kowite.
print ('complex_list[:3]', Array_2.dtype)
Array_2 = np.array(complex_list[:6]) # Nast pnie zawiera liczby ca kowite i zmiennoprzecinkowe.
print ('complex_list[:6]', Array_2.dtype)
Array_2 = np.array(complex_list) # W ostatnim kroku dodajemy a cuchy znaków.
print ('complex_list[:] ',Array_2.dtype)
Wyj cie:
complex_list[:3] int64
complex_list[:6] float64
complex_list[:]  <U32

Z danych wyj ciowych wynika, e warto ci typu int s  zast powane warto ciami typu float,
a z kolei te s  ostatecznie przekszta cane w a cuchy znaków (sekwencja <U32 oznacza a cuchy
znaków Unicode o wielko ci do 32 bitów).

W trakcie tworzenia tablic na podstawie list mo esz czy  elementy ró nych typów. Najbar-
dziej charakterystycznym dla Pythona sposobem sprawdzenia wynikowego typu jest zbadanie
atrybutu dtype uzyskanej tablicy.

Zauwa , e je li nie jeste  pewien, jakie dane zawiera tablica, musisz to sprawdzi . W prze-
ciwnym razie mo e si  okaza , e operowanie wynikow  tablic  b dzie niemo liwe, co do-
prowadzi do b du (z powodu nieobs ugiwanego typu operandu):

Wej cie: # Sprawdzanie, czy tablica z pakietu NumPy zawiera elementy odpowiedniego typu liczbowego.
print (isinstance(Array_2[0],np.number))
Wyj cie: False

W procesie przekszta cania danych przypadkowe natrafienie na wyj ciow  tablic  a cuchów
znaków oznacza, e programista w poprzednim kroku zapomnia  przekszta ci  zmienne na
liczby (na przyk ad w trakcie zapisywania wszystkich danych w obiekcie typu DataFrame).
W podrozdziale „Praca z danymi kategorialnymi i tekstowymi” omawiamy proste sposoby po-
st powania w takich sytuacjach.

Najpierw jednak warto doko czy  omawianie tworzenia tablic na podstawie list. Wcze niej
wspomnieli my, e typ obiektów z listy wp ywa na liczb  wymiarów tablicy.
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Od list do tablic wielowymiarowych
Lista zawieraj ca obiekty tekstowe lub liczby jest przekszta cana w tablic  jednowymiarow
(reprezentuj c  na przyk ad wektor wspó czynników), natomiast lista list daje tablic  dwu-
wymiarow , a lista list list skutkuje utworzeniem tablicy trójwymiarowej:

Wej cie: import numpy as np
# Przekszta canie listy w tablic  dwuwymiarow
a_list_of_lists = [[1,2,3],[4,5,6],[7,8,9]]
Array_2D = np.array(a_list_of_lists )
Array_2D
Wyj cie:
array([[1, 2, 3],
       [4, 5, 6],
       [7, 8, 9]])

Wcze niej wspomnieli my, e za pomoc  indeksów mo esz wskazywa  pojedyncze warto ci.
Tu u ywane s  dwa indeksy — jeden okre laj cy wiersz (o  0) i drugi okre laj cy kolumn  (o  1):

Wej cie: Array_2D[1,1]
Wyj cie: 5

Do rozwi zywania problemów z obszaru nauki o danych standardowo u ywane s  tablice
dwuwymiarowe. Mo esz te  zetkn  si  z tablicami trójwymiarowymi z dodatkowym wymia-
rem reprezentuj cym na przyk ad czas:

Wej cie: # Przekszta canie listy w tablic  wielowymiarow
a_list_of_lists_of_lists = [[[1,2],[3,4],[5,6]],
[[7,8],[9,10],[11,12]]]
Array_3D = np.array(a_list_of_lists_of_lists)
Array_3D
Wyj cie:
array([[[ 1, 2],
        [ 3, 4],
        [ 5, 6]],
       [[ 7, 8],
        [ 9, 10],
        [11, 12]]])

Aby uzyska  dost p do pojedynczych elementów tablicy trójwymiarowej, nale y poda  trzy indeksy:

Wej cie: Array_3D[0,2,0] # Dost p do pi tego elementu
Wyj cie: 5

Tablice mo na tworzy  za pomoc  krotek, podobnie jak buduje si  listy. S owniki mo na przekszta ca  w listy
dwuwymiarowe za pomoc  metody .items(), zwracaj cej kopi  listy par klucz-warto  ze s ownika:

Wej cie: np.array({1:2,3:4,5:6}.items())
Wyj cie: array([[1, 2], [3, 4], [5, 6]])
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Zmiana wielko ci tablic
Wcze niej wspomnieli my, e mo liwa jest zmiana typu elementów tablicy. Teraz pokazujemy
najcz ciej stosowane instrukcje zmieniaj ce kszta t istniej cej tablicy.

Zacznijmy od przyk adu ilustruj cego metod  .reshape. Jako parametr przyjmuje ona krotk
n-elementow  z wielko ci  nowych wymiarów:

Wej cie: import numpy as np
# Zmiana kszta tu tablicy z pakietu NumPy
original_array = np.array([1, 2, 3, 4, 5, 6, 7, 8])
Array_a = original_array.reshape(4,2)
Array_b = original_array.reshape(4,2).copy()
Array_c = original_array.reshape(2,2,2)
# Uwaga — metoda reshape tworzy widoki danych, a nie ich kopie.
original_array[0] = -1

Pierwotna tablica to jednowymiarowy wektor liczb ca kowitych od 1 do 8.
 Do zmiennej Array_a przypisywana jest tablica original_array o wymiarach

zmienionych na 4×2.
 Podobna operacja wykonywana jest na zmiennej Array_b, przy czym tu dodatkowo

wywo ywana jest metoda .copy(), powoduj ca skopiowanie tablicy do nowej
zmiennej.

 Do zmiennej Array_c przypisywana jest tablica trójwymiarowa o wymiarach
2×2×2.

 Po wykonaniu tych operacji warto  pierwszego elementu tablicy original_array
jest zmieniana z 1 na -1.

Je li teraz sprawdzisz zawarto  tablic, zauwa ysz, e wymiary tablic Array_a i Array_c s
zgodne z oczekiwaniami, jednak warto  pierwszego elementu wynosi -1. Dzieje si  tak, po-
niewa  te tablice dynamicznie odzwierciedlaj  pierwotn  tablic , której widok przedstawiaj :

Wej cie: Array_a
Wyj cie:
array([[-1, 2],
       [3, 4],
       [5, 6],
       [7, 8]])
Wej cie: Array_c
Wyj cie:
array([[[-1, 2],
        [3, 4]],
       [[ 5, 6],
        [7, 8]]])

Tylko w tablicy Array_b, o warto ciach skopiowanych przed zmodyfikowaniem pierwotnej ta-
blicy, pierwszy element jest równy 1:
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Wej cie: Array_b
Wyj cie:
array([[1, 2],
       [3, 4],
       [5, 6],
       [7, 8]])

Je li chcesz zmieni  wymiary pierwotnej tablicy, powiniene  zastosowa  metod  resize:

Wej cie: original_array.resize(4,2)   original_array
Wyj cie: array([[-1, 2],
                [ 3, 4],
                [ 5, 6],
                [ 7, 8]])

Te same efekty mo na uzyska , przypisuj c do atrybutu .shape krotk  z warto ciami repre-
zentuj cymi wielko  okre lonych wymiarów:

Wej cie: original_array.shape = (4,2)

Je li tablica jest dwuwymiarowa i chcesz przestawi  wiersze z kolumnami (czyli przeprowa-
dzi  transpozycj ), zastosuj metod  .T lub transpose(). Wynikiem takiej transformacji jest
(podobnie jak przy stosowaniu metody .reshape) widok.

Wej cie: original_array
Wyj cie:
array([[-1, 2],
       [ 3, 4],
       [ 5, 6],
       [ 7, 8]])

Tablice generowane przez funkcje z pakietu NumPy
Je li potrzebujesz wektora lub macierzy o okre lonych cechach (na przyk ad z zerami, jedynka-
mi, sekwencj  liczb porz dkowych lub liczbami losowymi z wybranego rozk adu statystycznego),
funkcje z pakietu NumPy zapewni  Ci bogate mo liwo ci.

Zacznijmy od tego, e za pomoc  funkcji arrange mo na atwo utworzy  tablic  z pakietu
NumPy zawieraj c  liczby porz dkowe (ca kowite). Funkcja ta generuje warto ci ca kowi-
toliczbowe z danego przedzia u (zwykle zaczynaj cego si  od zera), po czym mo na okre li
wymiary uzyskanych danych:

Wej cie: import numpy as np
Wej cie: ordinal_values = np.arange(9).reshape(3,3)
ordinal_values
Wyj cie:
array([[0, 1, 2],
       [3, 4, 5],
       [6, 7, 8]])
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Je li chcesz odwróci  kolejno  warto ci w tablicy, zastosuj nast puj ce polecenie:

Wej cie: np.arange(9)[::-1]
Wyj cie: array([8, 7, 6, 5, 4, 3, 2, 1, 0])

Je eli chcesz uzyska  losowe liczby ca kowite (bez okre lonej kolejno ci i z mo liwymi po-
wtórzeniami), wywo aj poni sz  instrukcj :

Wej cie: np.random.randint(low=1,high=10,size=(3,3)).reshape(3,3)

Przydatne mog  by  te  tablice zawieraj ce same zera i jedynki. Mo esz te  tworzy  macierze
jednostkowe:

Wej cie: np.zeros((3,3))
Wej cie: np.ones((3,3))
Wej cie: np.eye(3)

Je li tablica b dzie u ywana do przeszukiwania siatki parametrów (ang. grid-search) w celu
ustalenia optymalnych parametrów, najbardziej przydatne b d  warto ci u amkowe rosn ce
ze sta ym krokiem lub w post pie logarytmicznym:

Wej cie: fractions = np.linspace(start=0, stop=1, num=10)
Wej cie: growth = np.logspace(start=0, stop=1, num=10, base=10.0)

Do inicjowania wektora lub macierzy wspó czynników przydatne mog  by  rozk ady staty-
styczne (na przyk ad normalny lub jednostajny).

Ta instrukcja tworzy macierz o wymiarach 3×3 z warto ciami standaryzowanymi zgodnie
z rozk adem normalnym (ze redni  równ  0 i odchyleniem standardowym równym 1):

Wej cie: std_gaussian = np.random.normal(size=(3,3))

Je li potrzebna jest inna rednia lub inne odchylenie standardowe, zastosuj nast puj ce polecenie:

Wej cie: gaussian = np.random.normal(loc=1.0, scale= 3.0, size=(3,3))

Parametr loc okre la redni , a scale wyznacza odchylenie standardowe.

Innym rozk adem statystycznym cz sto wybieranym do inicjowania wektorów jest rozk ad
jednostajny:

Wej cie: rand = np.random.uniform(low=0.0, high=1.0, size=(3,3))

Pobieranie tablicy bezpo rednio z pliku
Tablice z pakietu NumPy mo na te  tworzy  bezpo rednio na podstawie danych z pliku.

Wykorzystajmy przyk ad z poprzedniego rozdzia u:

Wej cie: import numpy as np
housing = np.loadtxt('regression-datasets-housing.csv',delimiter=',', dtype=float)
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Funkcja loadtxt z pakietu NumPy przyjmuje parametry filename, delimiter i dtype, po czym
wczytuje dane do tablicy, chyba e parametr dtype jest nieprawid owy (na przyk ad zmienna
jest typu string, a wymagany typ elementów tablicy to float), tak jak w nast pnej instrukcji:

Wej cie: np.loadtxt('datasets-uci-iris.csv',delimiter=',',dtype=float)
Wyj cie: ValueError: could not convert string to float: Iris-setosa

Pobieranie danych ze struktur z biblioteki pandas
Interakcja z bibliotek  pandas jest prosta. Poniewa  biblioteka ta jest oparta na pakiecie
NumPy, mo na atwo pobiera  tablice z obiektów typu DataFrame oraz przekszta ca  tablice
na takie obiekty.

Zacznijmy od wczytania danych do obiektu typu DataFrame. Odpowiedni b dzie tu zbiór da-
nych BostonHouse wczytywany w poprzednim rozdziale z repozytorium ML:

Wej cie: import pandas as pd
import numpy as np
housing_filename = 'regression-datasets-housing.csv'
housing = pd.read_csv(housing_filename, header=None)

W tym przyk adzie naturalnie zak adamy, e wykonujesz instrukcje w katalogu, w którym znajduje si  plik
z danymi. Je li pracujesz w innym katalogu, powiniene  poda  prowadz c  do niego cie k  w zmiennej
housing_filename. Aby poda  poprawn  kompletn  cie k , w systemie Windows zastosuj uko niki
odwrotne (\), natomiast w systemach uniksowych i Mac OS pos u  si  zwyk ymi uko nikami (/). Funkcja
os.path.join() pozwala pisa  kod zgodny z ró nymi systemami i u atwia programistom prac  (ponie-
wa  zwraca cie k  dostosowan  do systemu, w którym wywo ano t  funkcj ). Je li plik znajduje si  na
przyk ad w katalogu mydir, zmie  przedstawiony fragment kodu w nast puj cy sposób:

Wej cie: import pandas as pd
import os
import numpy as np
housing_filename = os.path.join('mydir',
                   'regression-datasets-housing.csv')
housing = pd.read_csv(housing_filename, header=None)

Zgodnie z wyja nieniami z punktu „Listy niejednorodne” na tym etapie metoda .values zwróci
tablic  elementów typu zgodnego z wszystkimi typami z u ywanego obiektu typu DataFrame:

Wej cie: housing_array = housing.values
housing_array.dtype
Wyj cie: dtype('float64')

Tu u ywany jest typ float64, poniewa  jest on ogólniejszy od typu int:

Wej cie: housing.dtypes
Wyj cie: 0 float64
1     int64
2   float64
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3     int64
4   float64
5   float64
6   float64
7   float64
8     int64
9     int64
10    int64
11  float64
12  float64
13  float64
dtype: object

U ycie metody .dtypes do sprawdzenia typów u ywanych w obiekcie typu DataFrame przed
pobraniem danych do tablicy z pakietu NumPy pozwala ustali  atrybut dtype wynikowej ta-
blicy. Dzi ki temu mo na zdecydowa , czy przed przej ciem do dalszych zada  przekszta ci ,
czy zmieni  typ zmiennych z obiektu typu DataFrame (co opisali my w podrozdziale „Praca
z danymi kategorialnymi i tekstowymi” w tym rozdziale).

Szybkie operacje i obliczenia
z u yciem pakietu NumPy
Gdy kod ma wykonywa  matematyczne operacje na tablicach, wystarczy zastosowa  okre lo-
n  operacj  do tablicy, pos uguj c si  sta  liczbow  (warto ci  skalarn ) lub tablic  tej samej
wielko ci:

Wej cie: import numpy as np
Wej cie: a = np.arange(5).reshape(1,5)
Wej cie: a += 1
Wej cie: a*a
Wyj cie: array([[ 1, 4, 9, 16, 25]])

W efekcie operacja jest wykonywana na poszczególnych elementach. Na ka dym elemencie
wykonywana jest operacja z u yciem warto ci skalarnej lub odpowiedniego elementu z innej
tablicy.

Gdy zadanie dotyczy tablic o ró nych wymiarach, mo na wykonywa  operacje na elementach
bez konieczno ci zmiany struktury danych, przy czym jeden z przetwarzanych wymiarów musi
mie  wielko  1. W takiej sytuacji wymiar o wielko ci 1 jest „rozci gany” w celu dopasowania
go do wymiaru drugiej tablicy. Ten proces to broadcasting. W ten sposób pakiet NumPy wy-
konuje operacje matematyczne na tablicach o ró nych wymiarach. Pomaga to pisa  bardziej
elegancki i wydajniejszy kod.
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Oto przyk ad:

Wej cie: a = np.arange(5).reshape(1,5) + 1 b = np.arange(5).reshape(5,1)
+ 1 a * b
Wyj cie: array([[ 1, 2, 3, 4, 5],   [ 2, 4, 6, 8, 10],
                [ 3, 6, 9, 12, 15], [ 4, 8, 12, 16, 20],
                [ 5, 10, 15, 20, 25]])

Pokazany kod jest odpowiednikiem nast puj cych instrukcji:

Wej cie: a2 = np.array([1,2,3,4,5] * 5).reshape(5,5)
b2 = a2.T
a2 * b2

Nie wymaga jednak zajmowania dodatkowej pami ci przez pierwotne tablice w celu wykona-
nia mno enia par elementów.

Pakiet NumPy obejmuje te  liczne inne funkcje dzia aj ce na elementach tablic: abs(), sign(),
round(), floor(), sqrt(), log() i exp().

Inne funkcje pakietu NumPy wykonuj ce standardowe operacje to sum() i prod(). Zwracaj
one sum  i iloczyn wierszy lub kolumn tablicy na podstawie podanej osi:

Wej cie: print (a2)
Wyj cie:
[[1 2 3 4 5]
 [1 2 3 4 5]
 [1 2 3 4 5]
 [1 2 3 4 5]
 [1 2 3 4 5]]
Wej cie: np.sum(a2, axis=0)
Wyj cie: array([ 5, 10, 15, 20, 25])
Wej cie: np.sum(a2, axis=1)
Wyj cie: array([15, 15, 15, 15, 15])

Gdy wykonujesz operacje na danych, pami taj, e dost pne w pakiecie NumPy funkcje dla
tablic dzia aj  bardzo szybko w porównaniu z metodami dla prostych list Pythona. Przepro-
wad my kilka eksperymentów. Spróbujmy najpierw porówna  wyra enie listowe z tablic
w kontek cie dodawania sta ej do elementów:

Wej cie: %timeit -n 1 -r 3 [i+1.0 for i in range(10**6)]
%timeit -n 1 -r 3 np.arange(10**6)+1.0
Wyj cie: 1 loops, best of 3: 158 ms per loop
1 loops, best of 3: 6.64 ms per loop

Instrukcja %timeit w narz dziu IPython umo liwia atwe porównywanie czasu wykonywania
operacji. Parametr -n 1 powoduje, e fragment kodu jest wykonywany tylko w jednej p tli.
Parametr -r 3 powoduje trzykrotne ponowienie wykonania p tli (tu p tla jest tylko jedna)
i zwrócenie najlepszego wyniku uzyskanego w tych powtórzeniach.
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Wyniki na Twoim komputerze b d  zale a y od u ywanego systemu i jego konfiguracji. Jednak
ró nica mi dzy standardowymi operacjami Pythona a funkcjami z pakietu NumPy powinna
pozosta  du a. Gdy u ywane s  ma e zbiory danych, jest ona niezauwa alna, jednak mo e by
wyra nie odczuwalna, gdy pracujesz z wi kszymi zbiorami danych lub powtarzasz w p tli ten
sam potok analiz dla ró nych parametrów czy zmiennych.

Ró nica b dzie te  widoczna, gdy wykonywane s  skomplikowane operacje takie jak oblicza-
nie pierwiastka kwadratowego:

Wej cie: import math
%timeit -n 1 -r 3 [math.sqrt(i) for i in range(10**6)]
Wyj cie:
1 loops, best of 3: 222 ms per loop
Wej cie: %timeit -n 1 -r 3 np.sqrt(np.arange(10**6))
Wyj cie: 1 loops, best of 3: 6.9 ms per loop

Operacje na macierzach
Oprócz wykonywania oblicze  na elementach mo na te , z u yciem funkcji np.dot(), mno-
y  dwuwymiarowe tablice w sposób typowy dla macierzy (na przyk ad mno y  wektor przez

macierz lub macierz przez macierz):

Wej cie: import numpy as np
M = np.arange(5*5, dtype=float).reshape(5,5)
M
Wyj cie:
 array([[ 0., 1., 2., 3., 4.],
        [ 5., 6., 7., 8., 9.],
        [ 10., 11., 12., 13., 14.],
        [ 15., 16., 17., 18., 19.],
        [ 20., 21., 22., 23., 24.]])

W ramach przyk adu stosujemy dwuwymiarow  tablic  liczb ca kowitych od 0 do 24. Wymiary
tej tablicy wynosz  5×5.

Teraz zdefiniujmy wektor wspó czynników i tablic  obejmuj c  jako kolumny ten wektor w pier-
wotnej postaci i po jego odwróceniu:

Wej cie: coefs = np.array([1., 0.5, 0.5, 0.5, 0.5])
coefs_matrix = np.column_stack((coefs,coefs[::-1]))
print (coefs_matrix)
Wyj cie:
[[ 1.   0.5]
 [ 0.5  0.5]
 [ 0.5  0.5]
 [ 0.5  0.5]
 [ 0.5  1. ]]
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Teraz mo na pomno y  tablic  przez wektor za pomoc  funkcji np.dot:

Wej cie: np.dot(M,coefs)
Wyj cie: array([ 5., 20., 35., 50., 65.])

Mo na te  pomno y  wektor przez tablic :

Wej cie: np.dot(coefs,M)
Wyj cie: array([ 25., 28., 31., 34., 37.])

Jeszcze inna mo liwo  to pomno enie tablicy przez u o one w warstwy wektory wspó czyn-
ników (czyli macierz o wymiarach 5×2):

Wej cie: np.dot(M,coefs_matrix)
Wyj cie: array([[ 5., 7.],
              [ 20., 22.],
              [ 35., 37.],
              [ 50., 52.],
              [ 65., 67.]])

Pakiet NumPy udost pnia te  klas  matrix (jest to klasa pochodna od ndarray, dziedzicz ca
wszystkie jej atrybuty i metody). Macierze z pakietu NumPy domy lnie s  wy cznie dwu-
wymiarowe (tablice s  wielowymiarowe). Mno enie macierzy (podobnie jak pot gowanie) nie
odbywa si  na elementach, tylko na ca ych macierzach. Dost pne s  te  przeznaczone dla
macierzy specjalne metody .H (wyznacza transpozycj  macierzy zespolonej) i .I (wyzna-
cza macierz odwrotn ). Oprócz wygody wynikaj cej z dzia ania w sposób podobny jak
w MATLAB-ie funkcje te nie zapewniaj  konkretnych korzy ci. Stosowanie macierzy mo e
utrudnia  zrozumienie skryptów, poniewa  trzeba uwzgl dnia  ró ny zapis mno enia dla
macierzy i obiektów.

Od Pythona 3.5 dost pny jest nowy operator @ przeznaczony do mno enia macierzy. Dotyczy to wszystkich
pakietów Pythona (nie tylko pakietu NumPy). Wprowadzenie tego nowego operatora daje kilka korzy ci.

Przede wszystkim chroni to przed przypadkami zastosowania operatora * do mno enia macierzy. Ope-
rator * b dzie stosowany tylko do tych operacji na elementach, które polegaj  na tym, e gdy u ywane s
dwie macierze (lub dwa wektory) o tych samych wymiarach, operacja jest wykonywana na elementach
z tych samych pozycji z obu struktur.

Ponadto kod wzorów b dzie bardziej czytelny, co znacznie u atwi jego interpretacj . Nie b dziesz musia
jednocze nie analizowa  operatorów (+, -, / i *) i metod (.dot), poniewa  u ywane b d  tylko opera-
tory (+, -, /, * i @).

Wi cej informacji na ten temat (tu przedstawiamy tylko formalne wprowadzenie; Tobie pozostaje
sprawdzi , jak dzia a metoda .dot z operatorem @) i przyk adowe aplikacje znajdziesz w dokumencie
PEP 465 (ang. Python Enhancement Proposal) w witrynie Python Foundation: https://www.python.org/
dev/peps/pep-0465/.
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Tworzenie wycinków i indeksowanie tablic
z pakietu NumPy
Indeksowanie umo liwia generowanie widoków tablic ndarray w wyniku wskazania danych
udost pnianych w widoku. Mo na pobra  wycinek kolumn lub wierszy albo konkretny indeks.

Zdefiniujmy robocz  tablic :

Wej cie: import numpy as np
M = np.arange(100, dtype=int).reshape(10,10)

Ten kod tworzy dwuwymiarow  tablic  o wymiarach 10×10. Zacznijmy od pobrania wycinka
obejmuj cego jeden wymiar. Notacja pobierania danych z jednego wymiaru jest taka sama jak
dla list Pythona:

[indeks_pocz tkowy_w cznie:indeks_ko cowy_wykluczany:kroki]

Za ó my, e chcemy pobra  parzyste wiersze z przedzia u od 2 do 8:

Wej cie: M[2:9:2,:]
Wyj cie: array([[20, 21, 22, 23, 24, 25, 26, 27, 28, 29],
                [40, 41, 42, 43, 44, 45, 46, 47, 48, 49],
                [60, 61, 62, 63, 64, 65, 66, 67, 68, 69],
                [80, 81, 82, 83, 84, 85, 86, 87, 88, 89]])

Po pobraniu wycinka wierszy mo na dodatkowo pobra  wycinek kolumn. Wybierzmy kolumny
od indeksu 5:

Wej cie: M[2:9:2,5:]
Wyj cie:
array([[25, 26, 27, 28, 29],
       [45, 46, 47, 48, 49],
       [65, 66, 67, 68, 69],
       [85, 86, 87, 88, 89]])

Podobnie jak na listach mo na stosowa  ujemne warto ci indeksów, aby rozpocz  odliczanie
od ko ca. Ponadto ujemne warto ci parametrów (na przyk ad kroku) powoduj  odwrócenie
kolejno ci elementów w wyj ciowej tablicy — tak jak w nast pnym przyk adzie, gdzie odli-
czanie rozpoczyna si  od kolumny o indeksie 5, ale odbywa si  w odwrotnej kolejno ci i ko -
czy na indeksie 0:

Wej cie: M[2:9:2,5::-1]
Wyj cie:
array([[25, 24, 23, 22, 21, 20],
       [45, 44, 43, 42, 41, 40],
       [65, 64, 63, 62, 61, 60],
       [85, 84, 83, 82, 81, 80]])
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Mo na te  tworzy  indeksy logiczne okre laj ce, które wiersze i kolumny kod ma pobra .
Poprzedni przyk ad mo na wi c zreplikowa  z u yciem zmiennych row_index i col_index:

Wej cie: row_index = (M[:,0]>=20) & (M[:,0]<=80)
col_index = M[0,:]>=5
M[row_index,:][:,col_index]
Wyj cie:
array([[25, 26, 27, 28, 29],
       [35, 36, 37, 38, 39],
       [45, 46, 47, 48, 49],
       [55, 56, 57, 58, 59],
       [65, 66, 67, 68, 69],
       [75, 76, 77, 78, 79],
       [85, 86, 87, 88, 89]])

Nie mo na w tym samym nawiasie kwadratowym kontekstowo stosowa  indeksów logicznych
okre laj cych kolumny i wiersze (cho  mo na stosowa  obok nich zwyk e indeksy ca kowito-
liczbowe dla innych wymiarów). Dlatego najpierw trzeba za pomoc  indeksów logicznych
okre li  wybierane wiersze, a nast pnie, w nowym nawiasie kwadratowym (dotycz cym wy-
branych wierszy), wskaza  potrzebne kolumny.

Je li potrzebujesz na poziomie globalnym wybra  elementy tablicy, mo esz te  zastosowa
mask  opart  na warto ciach logicznych:

Wej cie: mask = (M>=20) & (M<=90) & ((M / 10.) % 1 >= 0.5)
M[mask]
Wyj cie:
array([25, 26, 27, 28, 29, 35, 36, 37, 38, 39, 45, 46, 47, 48,
49, 55, 56, 57, 58, 59, 65, 66, 67, 68, 69, 75, 76, 77, 78, 79,
85, 86, 87, 88, 89])

To podej cie jest przydatne zw aszcza wtedy, gdy trzeba wykona  operacje na fragmencie
tablicy okre lonym za pomoc  maski (na przyk ad M[mask]=0).

Inny sposób wskazywania potrzebnych elementów z tablicy polega na podaniu ca kowito-
liczbowych indeksów wierszy lub kolumn. Takie indeksy mo na zdefiniowa  albo za pomoc
funkcji np.where(), która przekszta ca dotycz cy tablicy warunek logiczny w indeksy, albo w wyni-
ku podania sekwencji indeksów ca kowitoliczbowych (mog  one wyst powa  w dowolnej ko-
lejno ci, a nawet si  powtarza ). Ta technika to specjalne indeksowanie (ang. fancy indexing):

Wej cie: row_index = [1,1,2,7]
col_index = [0,2,4,8]

Po zdefiniowaniu indeksów wierszy i kolumn nale y zastosowa  je kontekstowo, aby pobra
elementy, których wspó rz dne s  okre lone za pomoc  krotki z warto ciami obu indeksów
(wierszy i kolumn):

Wej cie: M[row_index,col_index]
Wyj cie: array([10, 12, 24, 78])
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W tym podej ciu wybierane s  punkty o nast puj cych wspó rz dnych: (1,0), (1,2), (2,4) i (7,8).
Inna mo liwo  to, jak pokazano wcze niej, wybranie najpierw wierszy, a potem kolumn w od-
r bnych nawiasach kwadratowych:

Wej cie: M[row_index,:][:,col_index]
Wyj cie:
array([[10, 12, 14, 18],
       [10, 12, 14, 18],
       [20, 22, 24, 28],
       [70, 72, 74, 78]])

Pami taj, e pobieranie wycinków i stosowanie indeksów tworzy tylko widoki danych. Je li na
podstawie widoku chcesz utworzy  nowe dane, musisz zastosowa  metod  .copy do wycinka
i przypisa  wynik do innej zmiennej. W przeciwnym razie wszelkie zmiany z pierwotnej ta-
blicy b d  odzwierciedlane w wycinku i vice versa, co jest zwykle niepo dane. Metoda copy
jest stosowana tak:

Wej cie: N = M[2:9:2,5:].copy()

Dodawanie „warstw” tablic z pakietu NumPy
Gdy operujesz na tablicach dwuwymiarowych, dost pne s  cz sto u ywane operacje (na przy-
k ad dodawanie nowych danych i zmiennych), które funkcje z pakietu NumPy pozwalaj  wy-
konywa  atwo i szybko.

Najcz ciej stosowan  tak  operacj  jest dodawanie nowych wierszy do tablicy.

Utwórzmy pocz tkow  tablic :

Wej cie: import numpy as np
dataset = np.arange(50).reshape(10,5)

Teraz utwórzmy jeden wiersz, a nast pnie zestaw wierszy, które pó niej kolejno dodamy do
tablicy:

In: single_line = np.arange(1*5).reshape(1,5)
a_few_lines = np.arange(3*5).reshape(3,5)

Spróbujmy doda  jeden wiersz:

Wej cie: np.vstack((dataset,single_line))

Wystarczy poda  krotk  zawieraj c  pocz tkow  pionow  tablic  oraz tablic , któr  nale y
doda . To samo polecenie zadzia a tak e wtedy, gdy zechcesz doda  wi cej wierszy:

Wej cie: np.vstack((dataset,a_few_lines))

Poleć książkęKup książkę

http://helion.pl/rf/pypod2
http://helion.pl/rt/pypod2


Rozdzia  2. • Przekszta canie danych

111

Je li chcesz doda  ten sam wiersz kilkakrotnie, krotka mo e reprezentowa  struktur  nowej,
scalonej tablicy:

Wej cie: np.vstack((dataset,single_line,single_line))

Inne cz sto wykonywane zadanie to dodawanie nowej zmiennej do istniej cej tablicy. Wtedy
nale y zastosowa  funkcj  hstack (h to skrót od horizontal, czyli „w poziomie”) zamiast u y-
wanego wcze niej polecenia vstack (v to skrót od vertical, czyli „w pionie”).

Za ó my, e chcesz doda  do pierwotnej tablicy tablic  bias z warto ciami jednostkowymi:

Wej cie: bias = np.ones(10).reshape(10,1) np.hstack((dataset,bias))

Je li nie zmienisz wymiarów tablicy bias (mo e by  ona wtedy dowoln  sekwencj  danych
o tej samej d ugo ci co wiersze pierwotnej tablicy), b dziesz móg  doda  j  jako sekwencj  za
pomoc  funkcji column_stack(). Efekt b dzie taki sam, przy czym nie trzeba b dzie zmienia
wymiarów tablicy:

In: bias = np.ones(10)
np.column_stack((dataset,bias))

Dodawanie wierszy i kolumn do tablic dwuwymiarowych to wszystko, czego potrzebujesz do
skutecznego przetwarzania danych w projektach z obszaru nauki o danych. Poznaj teraz kilka
innych funkcji zwi zanych z nieco odmiennymi problemami z danymi.

Cho  tablice dwuwymiarowe s  standardowo u ywan  struktur , mo esz te  operowa  na
strukturach trójwymiarowych. Dlatego przydatna mo e okaza  si  funkcja dstack(), która
dzia a podobnie jak funkcje hstack() i vstack(), ale operuje na trzeciej osi (prowadz cej
w g b):

Wej cie: np.dstack((dataset*1,dataset*2,dataset*3))

W tym przyk adzie trzeci wymiar okre la dla pierwotnej dwuwymiarowej tablicy mno nik
powoduj cy stopniowy wzrost warto ci wzd u  tego wymiaru (mo e on reprezentowa  czas
lub poziom zmiany).

Nast pnym problematycznym zadaniem jest wstawianie wiersza lub (cz ciej) kolumny w okre-
lonym miejscu tablicy. Mo e pami tasz, e tablice to przyleg e bloki pami ci. Wstawianie

danych wymaga podzielenia pierwotnej tablicy i utworzenia nowej. Polecenie insert z pakietu
NumPy pomaga uzyska  ten efekt w szybki i prosty sposób:

Wej cie: np.insert(dataset, 3, bias, axis=1)

Musisz poda  tablic , w której chcesz wstawi  dane (dataset), pozycj  (indeks 3), wstawian
sekwencj  (tu jest to tablica bias) i o  u ywan  w trakcie wstawiania (o  1 oznacza o  pionow ).
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Mo na oczywi cie wstawia  ca e tablice (nie tylko wektory), takie jak bias, przy czym ich
wymiary musz  by  dostosowane do osi, na której odbywa si  wstawianie. W nast pnej instruk-
cji w celu wstawienia tej samej tablicy do niej samej trzeba przeprowadzi  jej transpozycj :

Wej cie: np.insert(dataset, 3, dataset.T, axis=1)

Dane mo na te  wstawia  z u yciem innych osi. W nast pnej instrukcji u ywana jest o  0
(pozioma), ale mo na uwzgl dni  dowolny wymiar pierwotnej tablicy:

Wej cie: np.insert(dataset, 3, np.ones(5), axis=0)

Pierwotna tablica jest dzielona w podanej pozycji na wybranej osi. Nast pnie podzielone dane
s  czone ze wstawianymi.

Podsumowanie
W tym rozdziale wyja nili my, e biblioteka pandas i pakiet NumPy zapewniaj  wszystkie na-
rz dzia potrzebne do wczytywania i skutecznego przekszta cania danych.

Zacz li my od biblioteki pandas i u ywanych w niej struktur danych, DataFrame i Series, po
czym przeszli my do wyj ciowych dwuwymiarowych tablic z pakietu NumPy, które s  struk-
tur  danych dostosowan  do pó niejszych eksperymentów i uczenia maszynowego. Przy oka-
zji omówili my takie zagadnienia jak operowanie wektorami i macierzami, kodowanie danych
kategorialnych, przetwarzanie danych tekstowych, uzupe nianie luk w danych, poprawianie
b dów, przetwarzanie danych, scalanie ich i wstawianie.

Biblioteka pandas i pakiet NumPy udost pniaj  oczywi cie znacznie wi cej funkcji ni  zapre-
zentowane tu podstawowe cegie ki w postaci polece  i procedur. Teraz mo esz wzi  dowolne
nieprzetworzone dane i odpowiednio uporz dkowa  je oraz przekszta ci  zgodnie z potrze-
bami okre lonego projektu z obszaru nauki o danych.

W nast pnym rozdziale przejdziemy do bardziej zaawansowanych operacji na danych. W tym
rozdziale omówili my podstawowe operacje dotycz ce przekszta cania danych potrzebne
w ramach uczenia maszynowego. W nast pnym rozdziale opisujemy operacje, które pozwalaj
poprawi  wyniki (czasem nawet w znacznym stopniu).
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krzy owa, 153
progresywna, 209

wariancja cech, 167
wczytywanie

danych, 64
grafów, 252

wektory w asne, 248
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WinPython, 25
wizualizacje, 284
wska nik F1, 146
wspó czynnik R2, 148
wst pne przetwarzanie danych, 64, 75
wybieranie danych, 78
wybór cech, 166

model jednoczynnikowy, 168
na podstawie stabilno ci, 171
na podstawie wariancji, 167
regularyzacja L1, 171

wycinki, 108
wyj tki, 308
wykresy

cz ciowej zale no ci, 293
pude kowe, 269
punktowe, 262, 271
s upkowe, 264

wykrywanie
obserwacji odstaj cych, 134
warto ci odstaj cych, 133

wyra enia
listowe, 311
s ownikowe, 311

wy wietlanie rysunków, 265

X
XGBoost, 33, 203

Z
zarz dzanie rodowiskami, 27
zast pniki Jupytera, 49
zbiory danych, 50, 180
zmiana wielko ci tablic, 100
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